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RESUMEN

El presente trabajo de investigacion se enfoca en predecir la radiacion solar. La importancia
de realizar esta prediccion radica en sus diversas aplicaciones como: la generacion de energia
renovable, la fotosintesis para el crecimiento de las plantas, para sistemas térmicos para calentar
agua, etc. La metodologia utilizada implica el disefio, implementacién y comparacion de varios
modelos de prediccidn, estos modelos se basan en técnicas de aprendizaje automatico y son
implementados mediante software de cddigo abierto (Python), entre las técnicas empleadas se
encuentran la regresion lineal simple, unidades recurrentes cerradas (GRU) y redes neuronales.
Para evaluar la efectividad de estos modelos, se utilizan métricas como el Error Cuadrético
Medio (MSE), el Error Absoluto Medio (MAE) y el coeficiente de determinacion (R?), estas
métricas permiten medir la precision de las predicciones en comparacion con los datos reales.
Para el andlisis de los resultados obtenidos de cada modelo de prediccion, se realiza en tres
escenarios: un dia (2023/02/06), una semana (2023/02/13 al 2023/02/19) y un mes (marzo del
2023), en el cual, el que mejor destaca en los tres escenarios de andlisis, es el modelo de
regresion lineal simple debido a su consistente desempefio superior en diversas metricas. Con
un bajo Error Absoluto Medio (MAE = 19,379), alto Coeficiente de Determinacion (R? =
0,9937) cercano a 1, y el Error Cuadratico Medio (MSE = 525,963) mas bajo en todas las

instancias, esta técnica demuestra ofrecer predicciones mas precisas y un ajuste robusto.

Palabras claves: aprendizaje automaético, pronostico, métricas, Python, modelos, presion.
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ABSTRACT

The present research work focuses on predicting solar radiation. The importance of making
this prediction lies in its various applications such as: renewable energy generation,
photosynthesis for plant growth, for thermal systems for water heating, etc. The methodology
used involves the design, implementation and comparison of several prediction models, these
models are based on machine learning techniques and are implemented using open source
software (Python), among the techniques used are simple linear regression, closed recurrent
units (GRU) and neural networks. To evaluate the effectiveness of these models, metrics such
as Mean Squared Error (MSE), Mean Absolute Error (MAE) and the coefficient of
determination (R2) are used to measure the accuracy of the predictions compared to the real
data. For the analysis of the results obtained from each prediction model, it is carried out in
three scenarios: one day (2023/02/06), one week (2023/02/13 to 2023/02/19) and one month
(March 2023), in which, the one that stands out best in the three analysis scenarios is the simple
linear regression model due to its consistent superior performance in several metrics. With a
low Mean Absolute Error (MAE = 19.379), high Coefficient of Determination (R2 = 0.9937)
close to 1, and the lowest Mean Squared Error (MSE = 525.963) in all instances, this technique

proves to offer more accurate predictions and a robust fit.

Keywords: machine learning, forecasting, metrics, Python, models, pressure.
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2. INTRODUCCION

2.1. PROBLEMA

2.1.1. Situacién Problémica

Los métodos de prondstico tradicionales basados en modelos estadisticos tienen
limitaciones en cuanto a precision y efectividad, especialmente cuando se trata de relaciones
complejas no lineales entre variables meteoroldgicas. Las técnicas de aprendizaje automatico
son prometedoras para mejorar la precision de los pronoésticos meteoroldgicos en este caso
radiacion solar, por ende, también es necesario comparar y evaluar diferentes algoritmos para
determinar los métodos efectivos. Ademas, el uso de software propietario para la prediccion

meteoroldgica puede resultar costoso y limitar el acceso a los Gltimos avances en este campo.

La prediccidn precisa de las variables meteoroldgicas es crucial para la gestion eficiente
de fuentes de energia renovables como la edlica y la solar. La variabilidad de variables
meteoroldgicas en este caso la radiacion solar puede tener un impacto significativo en el
rendimiento de los sistemas de energia renovable, y una prediccion precisa puede ayudar a

optimizar su funcionamiento y reducir costes.

Ademas, las condiciones meteoroldgicas pueden tener un impacto significativo en los
resultados. Sin embargo, los meétodos tradicionales de prediccion basados en modelos
estadisticos tienen limitaciones en cuanto a precision y eficacia. Por lo tanto, se necesitan
métodos de prediccién mas avanzados y precisos, como los basados en técnicas de aprendizaje

automatico, para mejorar la exactitud y la eficiencia de las predicciones meteoroldgicas.

2.1.2. Formulacién del problema

Determinacion del modelo adecuado de aprendizaje automatico para el prondstico de la
radiacion solar, utilizando software de cddigo abierto.
2.2. OBJETO Y CAMPO DE ACCION

El campo de accidn para el proyecto: 330000 ciencias Tecnoldgicas / 3306 Ingenieria y

Tecnologia Eléctricas / 3306.99 Transmision y Distribucion.
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2.3.  JUSTIFICACION

La radiacion solar es una fuente de energia renovable y su disponibilidad varia segun las
condiciones meteoroldgicas. La prediccion precisa de la radiacion solar permite que los
operadores de sistemas de energia renovable puedan planificar y gestionar mejor la produccion

de energia, lo que puede mejorar la eficiencia y a su vez reducir los costos.

Las técnicas de aprendizaje automatico han demostrado ser prometedoras para mejorar la
precision de las predicciones meteoroldgicas, pero es necesario comparar y evaluar diferentes
algoritmos para determinar el enfoque adecuado. Ademas, el uso de software propietario para
la prediccion meteoroldgica puede resultar caro y limitar el acceso a los Ultimos avances en este
campo. Por lo tanto, este estudio pretende explorar el potencial del software de codigo abierto
como alternativa rentable y flexible para desarrollar modelos de prediccion de aprendizaje
automatico para la radiacion solar, para comparar y a su vez evaluar las diferentes técnicas de

aprendizaje automatico determinando la técnica de prediccién adecuada [1].

Este estudio tiene como objetivo principal comparar y evaluar distintas técnicas de
aprendizaje automatico como: la regresion lineal simple, unidades recurrentes cerradas (GRU)
y redes neuronales, con el fin de determinar el enfoque eficaz para predecir la radiacion solar.
Ademas, desarrollar un sistema de prediccion en software de codigo abierto que pueda

reproducirse para otros tipos de variables.
2.4. BENEFICIARIOS

2.4.1. Beneficiarios Directos

Empresas e instituciones dedicadas a la generacion fotovoltaica.

2.4.2. Beneficiarios Indirectos

Los beneficiarios indirectos son estudiantes de ingenieria y energia, docentes, el Ministerio
de Electricidad y Energia Renovable del Ecuador, entidades que utilizan datos para la

planificacion del sector energético e instituciones de investigacion.
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2.5. HIPOTESIS

¢Cual de los tres modelos de aprendizaje automatico comparados resultara ser el mas 6ptimo

en términos de precision para el pronostico de la radiacion solar?
2.6. OBJETIVOS

2.6.1. General

Comparar modelos de pronostico para la variable de radiacion solar utilizando diversas
técnicas de aprendizaje automatico y software de cddigo abierto, para determinar la precision

de las predicciones.

2.6.2. Especificos

e Revisar el estado del arte referente a las técnicas de aprendizaje automatico, modelos de
prondsticos y uso de software de codigo abierto.

e Construir los modelos de prondstico utilizando los parametros de la radiacion solar.

e Comparar los resultados de los modelos de prondstico con los datos reales para

determinar la precision de las predicciones.
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2.7. SISTEMA DE TAREAS

Técnicas,
Objetivos . _
» Actividad (tareas) Resultados Esperados Medios e
especificos
Instrumentos
Revisién el estado del Fuentes de informacidn sobre | e  Articulos
Revisar el estado arte  referente a modelos de prondstico. cientificos,
del arte referente a las modelos de tesis, libros
técnicas de aprendizaje pronostico.
automatico. modelos de Revisién el estado de Tipos de  técnicas de | ¢ Articulos
prondsticos y uso de arte  referente a aprendizaje automatico. cientificos,
software de  codigo técnicas de tesis, libros
abierto aprendizaje
automatico
Redaccion Elaboracion del informe conlos | ¢  Formatos
recursos recopilados otorgados
Anadlisis de la base de Determinacion de la fiabilidad | ¢ Data de la
Construir los datos. de los datos disponibles. Universidad
modelos de pronéstico Nacional de
Piura.

utilizando los
parametros de la

radiacion solar.

Preprocesamiento de
datos.

Construccién de los
modelos de

prondstico.

Limpieza de datos incompletos

Archivo ejecutable del

software Python.

e Librerias de
Python.
e Software

Python.

Comparar los
resultados de  los
modelos de prondstico
con los datos reales
para determinar la
precision de las

predicciones.

Andlisis de resultados

Comparaciéon de los

resultados obtenidos.

Andlisis de las métricas de
evaluacion para comprender la
precision de las predicciones

Informe de resultados.

e Intercambio

de datos.

e Porcentaje

de error.
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3. FUNDAMENTACION TEORICA

3.1. ANTECEDENTES

Castafieda G, Fabara F [2], en su investigacion cuyo objetivo principal es la prediccion de la
radiacion solar para el dimensionamiento de plantas fotovoltaicas en la provincia de Pichincha,
en cual su principal enfoque, estd basado en redes neuronales artificiales utilizando datos reales
de tres afios de radiacion solar. La metodologia abarca enfoques descriptivos y experimentales,
con herramientas de programacion y simulacion. La implementacion del modelo de prediccion
se realiza en Python.

Segovia J, Toaquiza J, Llanos J, Rivas D, describe en su documento [1], las técnicas de
prediccion de variables meteoroldgicas son muy estudiadas ya que su conocimiento previo
permite la gestion eficiente de las energias renovables, y también para otras aplicaciones de la
ciencia como la agricultura, la salud, la ingenieria, la energia, etc. En esta investigacion se ha
estudiado el disefio, implementacion y la comparacién de modelos de prediccion de variables
meteoroldgicas se ha realizado mediante diferentes técnicas de Machine Learning como parte
del software de codigo abierto Python. Para identificar la mejor técnica, se utilizan el error
cuadratico medio (RMSE), el error porcentual absoluto medio (MAPE), el error absoluto medio

(MAE) y el coeficiente de determinacion (R?) se utilizan como métricas de evaluacion.

Aguirre G [3], en su investigacion “Series temporales en variaciones aleatorias de radiacion
solar”, propone un algoritmo confiable para analizar amplitudes impredecibles en series
temporales observadas en la naturaleza. El enfoque algoritmico implica la correlacion de
componentes tipicos, como efectos de tendencia temporal, componentes periddicos y lecturas
secuenciales, asi como la identificacion de los efectos de interaccion de estos factores. Se realiza
un estudio de simulacion para verificar la confiabilidad del algoritmo propuesto, el cual luego
se aplica a un conjunto de datos de radiacidn solar observada en el area metropolitana de
Guadalajara. Los datos provienen de estaciones automatizadas en zonas urbanas y forestales
que abarcan once afios y se leen cada diez minutos. Los resultados destacan signos de
atenuacion a largo plazo en las zonas urbanas, mientras que ocurre lo contrario en las zonas
semiurbanas. Ademas, encontramos que los cambios a corto plazo muestran los efectos de
factores como efectos ciclicos o tendencias a largo plazo, en conclusion, el modelo de Weibull

se ajusta mejor a los datos observados en ambas areas de investigacion.

Mendafa |, en su trabajo final de grado [4], “Prediccién de radiacion solar a partir de

modelos fisicos y aprendizaje automatico”, cuyo objetivo de la investigacion es comprobar si
6
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los algoritmos de inteligencia artificial pueden mejorar los resultados obtenidos con los
modelos fisicos tradicionales utilizados para predecir la radiacién solar. Los conjuntos de datos
se utilizan para aplicar transformaciones para construir modelos basicos y experimentales.
Luego se utilizan técnicas de aprendizaje automatico con diferentes algoritmos para evaluar la
efectividad de sus predicciones y determinar si representan una mejora con respecto al modelo
de referencia. Los resultados del analisis muestran mejoras significativas en comparacién con
los modelos de referencia genéricos, lo que indica que la incorporacion de algoritmos de

inteligencia artificial puede mejorar con éxito las predicciones de radiacion solar global.

3.2. ENERGIA

La energia es aquello capaz de producir un cambio en la materia. De acuerdo con el principio
de conservacion, esta no se crea ni se destruye, solo se transforma y puede transferirse entre
objetos y cuerpos como se muestra en la Figura 3.1. Segun la forma o el sistema fisico en que
se manifiesta, se consideran diferentes formas de energia: térmica, mecénica, eléctrica, quimica,

electromagnética, nuclear, luminosa [5].

Figura 3.1. Energia [6].
3.2.1. Tipos de energia

Existen dos tipos de energias:

e Energias renovables: Estos son recursos puros y casi infinitos que nos brinda la
naturaleza. Por su carécter autdctono, ayudan a nuestro pais a reducir la dependencia
del abastecimiento exterior [7]. En la Figura 3.2, se describe los diferentes tipos de

energia renovable.
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BiOmaSa
Energia
Solar

Energ“a
€0termic,

Figura 3.2. Tipos de energias renovables.

Energias no renovables: hacen referencia a las formas de energia convencionales,
aquellas cuyos recursos de los que se obtienen son limitados, es decir, que no se auto
regeneran como las energias renovables [8]. A continuacion, en la Figura 3.3, se

detalla los tipos de energia no renovables.

Carbgn

Figura 3.3. Tipos de energia no renovables.
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En 2021, Brasil fue el pais con la mayor capacidad de produccion de energias renovables en
Ameérica Latina y el Caribe como se puede apreciar en la Figura 3.4, con una capacidad de
aproximadamente 15.000 megavatios. México ocup0 el segundo lugar con 14,89 megavatios.
La capacidad instalada total de energia renovable en la region supero los 291,7 gigavatios en
2021 [9].

BRASIL 159,943
MEXICO
VENEZUELA
ARGENTINA
CHILE
COLOMBIA
PARAGUAY
PERU
ECUADOR
URUGUAY
COSTA RICA
GUATEMALA
PANAMA
HONDURAS

EL SALVADOR

REPUBLICA
DOMINICANA

0,000 20,000 40,000 60,000 80,000 100,000 120,000 140,000 160,000 180,000

Capacidad en megavatios

Figura 3.4. Capacidad de produccion de energias renovables en América Latina y el Caribe en 2021.
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3.3. ENERGIASOLAR

Este tipo de energia proporciona el sol en forma de radiacion electromagnética (luz, calor y

rayos ultravioleta principalmente).

El uso de la energia del sol se puede derivar en energia solar térmica (usada para producir
agua caliente de baja temperatura para uso sanitario y calefaccion) solar fotovoltaica (a través
de placas de semiconductores que se alteran con la radiacion solar), etc. La energia solar es una
de las fuentes de energia inagotable, su aplicacion es variada, por ende, debe ser explotada al

méaximo con el fin de mejorar la matriz energética como se hace referencia en [10].

3.4. RADIACION SOLAR

El aprovechamiento de la energia solar, como fuente de energia Gtil tiene un doble objetivo:
por un lado, ahorrar en energias no renovables, sobre todo energias fosiles y energias nucleares,

y por otro amortiguar el impacto ambiental generado por ellas.

Mendafia [4], considera que la radiacion solar es el conjunto de ondas electromagnéticas
emitidas por el sol. Esta radiacion puede ser medida en el espacio o en la superficie terrestre.
Si es medida en la superficie terrestre hay factores que afectan a su valor, como en qué posicion

se encuentra el sol en ese momento, o las condiciones climaticas.

Si se aprovecha esta energia, de la mejor manera posible, se debe conocer bien algunas de
sus caracteristicas mas importantes, tales como: horas del sol para situacion geografica
determinada, trayectoria aparente del sol respecto a un punto situado sobre la superficie de la
Tierra, cantidad de energia recibida por metro cuadrado y unidad de tiempo, energia recibida a

lo largo de un dia, mes o afio [11].

3.4.1. Tipos de radiacion solar

La radiacion solar superficial se caracteriza por variaciones temporales, algunas aleatorias,
como la nubosidad, y otras pre-visibles, como los cambios estacionales del dia y la noche
provocados por el movimiento de la Tierra. A continuacion, en la Tabla 3.1, se detallara sobre

los tipos de radiacion solar.

10
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Tabla 3.1. Tipos de radiacidn solar

Tipo

Caracteristica

Grafico

Radiacion directa

La forman los rayos recibidos
directamente del Sol [12].

Figura 3.5. Radiacion solar
directa.

Radiacion difusa

La radiacién difusa procede de toda
la boveda de cielo, excluyendo el
disco solar, la forma los rayos
dispersados por la atmoésfera en
direccién al receptor (por ejemplo,
en un dia completamente nublado

toda la radiacion es difusa) [12].

Figura 3.6. Radiacidn solar
difusa.

Radiacion reflejada

Como su propio nombre lo dice es
reflejada por la superficie terrestre
hacia el receptor. Depende
directamente por la naturaleza de las
montafas, lagos, edificios, etc. Que

rodean al receptor [12].

Figura 3.7. Radiacion solar
reflejada.

Radiacion global

La suma de todas las radiaciones
descritas anteriormente se denomina
radiacion global, es decir, la
radiacion solar total que recibe la
superficie, por lo que es necesario

conocerla y cuantificarla [12].

11
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3.5, HORAS SOLARPICO

Mas cominmente abreviada (HSP) (Wh/m?/dia) es empleada para considerar cuanta energia
diaria podria producirse en un panel solar en un metro cuadrado de superficie, esta relacionado
con la cantidad de insolacion global total (kWh/m?/dia) que incide en el dia sobre los modulos
solares, en teoria es un concepto que define la equivalencia entre la cantidad diaria en horas en
las que el panel esta expuesto (varia dependiendo la inclinacion del arreglo fotovoltaico) con

una radiacion de 1000 W/m? y la radiacion total diaria que recibe [13].

Las horas solar pico se puede expresar de la siguiente manera como se muestra en la ecuacion
(3.1):
Rg
HSFg = N (3.1)
Donde:

HSPg son las horas solar pico segun la inclinacion
Ry corresponde a la radiacion media diaria expresada en Wh/m?dia segtn si inclinacién g

I corresponde a la constante equivalente de 1 kW/m?

3.6. PRONOSTICO SOLAR

Un pronostico solar fotovoltaico tiene como principal objetivo estimar la irradiancia solar
incidente y posteriormente la potencia eléctrica generada, en un intervalo de tiempo,
denominado horizonte de prondstico, en base a los datos observados durante el periodo previo
al intervalo deseado. Existen pronosticos a largo plazo, comprendidos en horizontes de un dia
en adelante, prondsticos de corto - mediano plazo con horizontes que van desde 1-6 horas y
prondsticos de corto plazo o también llamados inmediatos, comprendidos en intervalos menores
a 1 hora, usualmente entre 15 a 30 minutos. Es importante mencionar que mientras mas largo

sea el horizonte de prondstico, menor serd la precision del algoritmo [14].

Los pronosticos solares son requeridos para abordar las necesidades de planificacion,
operacion y equilibrio de las redes de transmisién eléctrica. Los pronosticos solares a corto
plazo intra-horarios son particularmente Utiles para labores operacionales en el sector, como la
toma de decisiones en centrales eléctricas en tiempo real, el equilibrio de la red, despacho de
unidades moviles y activacién de otras fuentes de energia ante posibles fluctuaciones en el

recurso solar que provoquen incumplimiento en la demanda energética, ademas de influir en
12
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otros aspectos tales como el comercio energético. Por otro lado, los prondsticos con horizontes
de tiempo mas largos son de interés para empresas de servicios publicos, ademas de mejorar el
rendimiento de la unidad encargada del equilibrio de la red, pues obtienen una mirada hacia el
futuro, que, si bien no es tan precisa como en un pronostico a corto plazo, permite mantener un
registro aproximado de la irradiancia o potencia eléctrica, tal que el balance no requiera una

variacion excesiva y por tanto que el tiempo de respuesta sea mas corto [15].

En resumen, la prediccion de irradiancia solar es una tecnologia que permite la integracion
de un nivel cada vez mayor de energia solar en la matriz energética, pues mejora la calidad de
la energia entregada a la red y reduce los costos secundarios asociados con la dependencia del
clima. La combinacion de estos dos factores ha sido la motivacién impulsora para el desarrollo
de un complejo campo de investigacion que apunta a producir mejores capacidades de

pronostico solar.

3.7.  APRENDIZAJE AUTOMATICO

El aprendizaje automatico es una subcategoria de inteligencia artificial que se refiere al
proceso por el cual los PC desarrollan el reconocimiento de patrones o la capacidad de aprender
continuamente y realizar predicciones basadas en datos, tras lo cual realizan ajustes sin haber

sido programados especificamente para ello [16].

El aprendizaje automatico o machine learning (ML) es el campo de estudio encargado de
desarrollar algoritmos que permiten a las computadoras extraer e identificar patrones de los
datos. El aprendizaje automatico posee una gran variedad de aplicaciones en la sociedad
moderna, donde se encuentran principalmente los motores de busqueda, analisis de mercado
para los diferentes sectores de actividad, aplicaciones en diagndsticos médicos, deteccion de

fraude en el uso de tarjetas de crédito, prediccion y analisis de datos [6].

La gran mayoria de algoritmos de ML pueden ser clasificados en dos categorias, aprendizaje

supervisado y aprendizaje no supervisado.

El objetivo del aprendizaje supervisado es generar una funcion a partir de los datos de
entrenamiento, la cual se encarga de mapear desde los valores de los atributos que describen
una instancia del valor, como puede ser los datos de entrada, hasta el valor de otro atributo,
conocido como atributo de salida o de destino, es decir, los resultados. La funcion creada busca
ser capaz de predecir el valor de cualquier atributo de entrada, a partir de un conjunto de datos

de ejemplo, denominados datos de entrenamiento, para lo cual debe generalizar patrones usando

13



UNIVERSIDAD TECNICA DE COTOPAXI — CARRERA DE ELECTRICIDAD

estos datos, y asi, aplicarlos a los atributos de entrada que no han sido pre visualizados, también

denominados datos de prueba o testeo.

El aprendizaje supervisado opera mediante la busqueda en una variada gama de funciones
diferentes, con la finalidad de encontrar la que mejor representa la variacion entre atributos de
entrada y de salida. No obstante, en cualquier conjunto de datos de caracter mas complejo, la
cantidad de posibles combinaciones entre atributos de entrada y sus correspondientes caminos
hacia el atributo de salida escala a un nimero muy elevado, tal que el algoritmo no puede probar
todas las funciones posibles, por ende, un algoritmo de aprendizaje automatico se disefia para
preferir ciertos tipos de funciones mientras lleva a cabo su bisqueda. Dichas preferencias se

conocen como sesgo de aprendizaje.

Por otro lado, el aprendizaje no supervisado se diferencia de su contraparte, en que no hay
un atributo de salida definido. Esto implica que se trabaje Gnicamente con los atributos de
entrada, los cuales muchas veces se trabajan como variables aleatorias, construyendo funciones

de densidad para el conjunto de datos.

Una consecuencia de esto es que los algoritmos de aprendizaje no supervisado pueden ser
aplicados sin tener que invertir tiempo en etiquetar las instancias del conjunto de datos con un
atributo de salida. No obstante, esto implica que el proceso de aprendizaje, es decir, la inferencia

de patrones, sea mas compleja [14].

3.7.1. Funcionamiento del aprendizaje automatico

El aprendizaje automatico es increiblemente complejo y el modo de funcionar varia segun
la tarea y el algoritmo utilizado para lograrla. Sin embargo, basicamente, un modelo de
aprendizaje automatico es un PC que analiza datos e identifica patrones, y luego usa esos
conocimientos para completar mejor la tarea asignada. Cualquier tarea que se base en un grupo

de puntos de datos o0 normas puede automatizarse con el uso del aprendizaje automatico [16].

3.8. MODELOS DE APRENDIZAJE AUTOMATICO

En este punto de la investigacion de desarrollard la explicacion de los tres métodos de
aprendizaje automatico empleados para la generacién de prondésticos de radiacion de solar

interés para el trabajo de titulacion.

14



UNIVERSIDAD TECNICA DE COTOPAXI — CARRERA DE ELECTRICIDAD

3.8.1. Modelo de regresion lineal simple

3.8.1.1. Regresion lineal

La regresion lineal es un modelo matematico y un procedimiento estadistico, utilizado para
modelar la relacién entre una variable dependiente (respuesta) y una o mas variables
independientes (predictores). En su forma mas simple, la regresion lineal asume que la relacion
entre las variables puede ser aproximada por una linea recta. Este tipo de modelos es utilizado
en campos cientificos y en negocios, sin embargo, en las Gltimas décadas se ha implementado

en el area de aprendizaje automatico [17].

La regresion lineal en el &mbito de aprendizaje automatico desempefia un papel importante

que consiste en predecir un parametro salida () a partir de un parametro de entrada (X).

3.8.1.2. Importancia de la regresion lineal

Los modelos de regresion lineal son muy populares en diversos campos de investigacion
debido a su velocidad y facilidad de interpretacion. Gracias a su capacidad para transformar
datos, se pueden utilizar para modelar muchas relaciones y a su forma mas simple que las redes
neuronales, sus parametros estadisticos se pueden analizar y comparar facilmente, lo que

permite extraer informacion valiosa [18].

La regresion lineal no solo se utiliza con fines de pronosticar: también se ha demostrado que
es eficaz para describir sistemas. Si desea modelar los valores de una sola variable, tendra una
lista relativamente corta de variables independientes y, dado que espera que el modelo sea

interpretable.

3.8.1.3. Regresion lineal simple

La regresion lineal implica establecer una relacion entre una variable independiente y su
correspondiente variable dependiente. Esta relacién esta representada por una linea recta. Es
imposible trazar una linea recta que pase por todos los puntos de la grafica si estan colocados
al azar. Por lo tanto, la ubicacion Optima de esta linea estd determinada Unicamente por
regresion lineal. Algunos puntos todavia estaran lejos de la linea, pero esta distancia serd
minima. Calcular la distancia minima desde la linea hasta cada punto se llama funcion de
pérdida [19].
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La regresion lineal simple es un caso especial de regresion lineal en el que hay una Unica
variable independiente (x) que se utiliza para predecir una variable dependiente (y). A

continuacion, en el Figura 3.8, se representa un ejemplo del modelo de regresion lineal simple.

24 -10 10 20 30 40 50 60

Figura 3.8. Regresion lineal simple

La formula general de la regresion lineal simple se representa en la ecuacién ( 3.2).

Y =0 +pX+e (3.2)
Donde:
Y es la variable dependiente.
X es la variable independiente.
Bo €s el intercepto (la interseccion en el eje y).
B, es la pendiente de la linea (tasa de cambio de Y respecto a X).

g esel error, que es la diferencia entre el valor observado Y y el valor predicho por el modelo.

3.8.2. Modelo Gated Recurrent unit (GRU)

Unidades recurrentes cerradas (GRU) también conocidas como “Gated Recurrent unit”, fue
desarrollada para resolver problemas comunes de gradientes desvanecidos, ademas se considera
ala GRU como una versién méas avanzada de la LSTM, esto se debe a que sus disefios idénticos

y sus resultados excelentes [20].
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Este modelo permite profundizar el procesamiento debido a que son capaces de obtener
relaciones de tendencias no lineales y patrones complejos de datos como se puede ver en la
Figura 3.9, es recurrente en este tipo de proyectos. Los datos histéricos que se desea manejar
pueden llegar a tener vacios en su secuencia con el modelo mencionado los errores son

minimizados ya que puede predecir lagunas de datos.

hy
h’tfl (\ \ ® @ \
CX “T’tl <t Et
(o] [o] [tanh]
—_—— )

Tt

Figura 3.9. Unidades recurrentes cerradas [21]

Ecuacion caracteristica de las unidades recurrentes cerradas:

zy = o(W,[hi—q, x¢] + by) (33)

1, = o(W,.[hi_q, x¢] + b;) (34)

he = tanh(Wy,[r,®he_q, x] + by) (3.5)
he = (1 —z)Ohy_; + z,Oh, (36)

Donde:

h; vectores de capa oculta

x; vector de entrada

b,, b,., by, vector de sesgo

W, W,., W;, matrices de parametros

o, tanh funciones de activacion
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3.8.3. Redes Neuronales

La red neuronal artificial es un método que puede resolver problemas individualmente o en
combinacién con otros métodos para clasificar, identificar y diagnosticar problemas donde el
equilibrio entre datos y conocimientos. Se pueden expresar en muchos campos diferentes como:
neurociencia, matematicas, estadistica, fisica, informatica e ingenieria. Las redes neuronales se
utilizan en campos tan diversos como el modelado, el andlisis de series temporales, el
reconocimiento de patrones, el procesamiento de sefiales y el control debido a una propiedad

importante: la capacidad de aprender de los datos de entrada, ya sean supervisados o0 no [22].

Una red neuronal es un modelo computacional inspirado en la estructura y funcionamiento
del cerebro humano. Es parte del campo de la inteligencia artificial y se utiliza para realizar
tareas de aprendizaje y reconocimiento de patrones. Las redes neuronales estan compuestas por
unidades basicas llamadas "neuronas" que estan organizadas en capas y conectadas entre si
mediante "pesos sinapticos", como se puede observar en la Figura 3.10. Estas conexiones

permiten gque la informacién fluya a través de la red y se procese de manera no lineal.

Entradas Pesos

Funcién de

X @ activacion
31.2 W—
X @ [ Salida

0,

Sesgo o
umbral

Figura 3.10. Arquitectura de una red neuronal [23].

3.8.3.1. Rol de una neurona

En las redes neuronales, las neuronas desempefian un papel clave en el procesamiento de la
informacion de entrada. Toma entradas ponderadas, calcula una suma ponderada de esas
entradas, agrega un desplazamiento y pasa el resultado a través de una funcién de activacién no
lineal. Este proceso transforma los datos de entrada de forma no lineal, lo que permite a la red
aprender patrones complejos, cada neurona contribuye a la capacidad de la red para modelar

relaciones no lineales en los datos. Durante el entrenamiento, el peso y los sesgos de neurona
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se ajustan para minimizar la diferencia entre la prediccion y los valores reales, lo que ayuda a

la red a adaptarse a este tipo tareas [24].

3.8.3.2. Arquitectura de una red neuronal

Dependiendo de la tarea que la red deba realizar, puede haber diferentes arquitecturas. Aqui

se describen algunas de las arquitecturas mas comunes de redes neuronales:

e Segun el nimero de capas

Redes neuronales monocapa: Cuando se menciona una "red neuronal monocapa” o "red
neuronal de una capa" generalmente se refiere a una red de alimentacion directa (feedforward)
con una Unica capa de neuronas, la cual puede ser tanto la capa de entrada como la capa de
salida, como se muestra en la Figura 3.11. Esta configuracion simple se utiliza cominmente en
problemas de clasificacién lineal, donde se trata de separar las clases con una linea recta en el

espacio de entrada.

Capa de Capade
entrada salida

Figura 3.11. Red neuronal monocapa [25].

Redes neuronales multicapa: Una red neuronal multicapa (Multilayer Perceptron o MLP) es
un tipo de red neuronal artificial organizada en capas, con al menos una capa de entrada, una o
mas capas ocultas y una capa de salida, como se muestra en la Figura 3.12. La presencia de
capas ocultas le permite a la red aprender representaciones mas complejas de los datos y abordar

problemas no lineales [25].
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l:apa de Primera Capa Segunda Capa Capa de
Entrada Oculta Cculta Salida

Figura 3.12. Red neuronal multicapa [25].
e Segun el tipo de conexion

Redes neuronales no recurrentes: este tipo de red neuronal no tiene memoria, esta red no
tiene posibilidades de retroalimentaciones ya que la propagacién de las sefiales se produce

solamente en un sentido.

Redes neuronales recurrentes: son un tipo de red neuronal que se ha disefiado
especificamente para trabajar con datos secuenciales o temporales. A diferencia de las redes
neuronales feedforward, las RNN tienen conexiones retroalimentadas que les permiten
mantener informacidn sobre estados anteriores y procesar secuencias de datos de longitud
variable como se puede apreciar en la Figura 3.13. Esta estructura recurrente es adecuada para

el estudio de sistemas no lineales [25].

Capa

Capa
de entrada Capa
oculta

de salida

Figura 3.13. Red neuronal recurrente [25].
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e Segun el grado de conexion

Redes neuronales totalmente conectadas: este tipo de redes neuronales hace referencia a las
neuronas de una capa el cual se encuentran conectadas a las capas siguientes (redes no

recurrentes) 0 a su vez con las anteriores (redes recurrentes.)

Redes parcialmente conectadas: para simplificar en este caso no existe conexion total entre
las neuronas de diferentes capas.
3.8.3.3. Modelamiento matematico de una red neuronal

El ingreso total hacia la neurona es calculado como la suma ponderada de todas las entradas
ponderadas compuesto por ciertos valores. Para obtener la ecuacion matematica de la red
neuronal presentada en la Figura 3.10, se representa un grupo de variables de entradas x; ... x5,
comunmente conocida como las sinapsis de una neurona bioldgica, en el cual cada una de estas
se encuentran multiplicadas por un peso al que esta asociado w; ...w,, [26], como se muestra

en la ecuacién ( 3.7).

n
ZWlxl +W2X2+....+Wn (37)
i=1

Donde:
X4 ... X, representa las entradas de la red neuronal
w; ... W, representa los pesos asociados a cada entrada

Al incorporar el sesgo (6;) a la ecuacion ( 3.7 ), esta se reescribe en la ecuacion ( 3.8 ),

obteniendo una Unica entrada.
n
u=ZWijxi+9j (38)

i=1

Ahora al incorporar el tiempo en la red neuronal, especialmente si estas tratando con datos
secuenciales o de series temporales, se modificar la expresion para que refleje la dependencia
temporal. Una forma comun de hacerlo es considerar u(t) como la entrada neta en el tiempo t

(observe la ecuacion ( 3.9)), donde t representa algin punto en el tiempo [26].
n
i=1
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La relacion funcional entre la salida de una neurona en una red neuronal y su entrada neta
en el cual la funcién de activacion introduce no linealidades, permitiendo a la red aprender
patrones mas complejos en los datos. La entrada neta generalmente se calcula como la suma
ponderada de las entradas méas un sesgo. La ecuacion ( 3.10 ), encapsula el proceso mediante el
cual la red neuronal introduce no linealidades en la relacion entre la entrada neta y la salida de

una neurona.
y=f) (3.10)

Donde:

y representa la salida de la neurona o unidad.

f es la funcidn de activacion aplicada a la entrada neta

(u) representa la entrada neta a la neurona, que a menudo es la suma ponderada de las entradas

MAs un sesgo.

3.9. METRICAS PARA LA EVALUACION DE LOS MODELOS

El error es un criterio muy sencillo [27], basicamente es la diferencia que existe entre el
resultado que nuestro modelo de prediccion arroja y el valor real de la observacion con la que

estamos haciendo el test como indica la Figura 3.14.

Prediccion
Error :
Valor real

v

Figura 3.14. Error de una prediccion [28].

A continuacion, se detallara las diferentes métricas para determinar el error:
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3.9.1. Error absoluto medio (MAE)

Esta métrica es una medida de la diferencia entre dos valores, lo que significa que nos
permite saber en qué medida difiere el valor predicho del valor real u observado. Para evitar
que los errores con valores positivos sean borrados por errores con valores negativos, utilizamos
el valor absoluto de la diferencia. Como nos interesa preservar el error de todas las
observaciones y no solo de una, obtenemos el promedio de los valores absolutos de la diferencia

[29].

Foérmula para calcular el error absoluto medio (MAE) se denota en la ecuacion ( 3.11).

MAE _ Zizolyi —xil (3.11)
n

Donde:
y; es el valor real.
x; es el valor de la prediccion.
n es el tamafio de muestra
Ventajas de la métrica de evaluaciéon MAE:

e Facil de calcular.
e Estos errores se ponderan en la misma balanza porque se toman valores absolutos.

e Estosson tiles si sus datos de entrenamiento contienen valores atipicos porque MAE

no penaliza los errores grandes causados por valores atipicos.

e Proporciona una evaluacion Unica del rendimiento del modelo.

3.9.2. Error cuadratico medio (MSE)

MSE (Mean Squared Error o Error Cuadratico Medio) es una métrica utilizada cominmente
en problemas de regresién para evaluar la calidad de un modelo predictivo. Mide el promedio
de los cuadrados de las diferencias entre las predicciones del modelo y los valores reales del

conjunto de datos [30].

A continuacion, en la ecuacion ( 3.12 ), se describe la formula del error cuadratico medio
(MSE):
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n
1 -
MSE = EZ(:Vi - 7)? (3.12)
i=1

Donde:

nes

el nimero total de observaciones en el conjunto de datos.

y; es el valor real de la observacion i.

¥; es la prediccidn correspondiente para la observacion i.

Ventajas del error cuadratico medio:

3.9.3.

El MSE castiga de manera significativa los errores grandes debido a la naturaleza
cuadrética de la formula [31].

Es una métrica diferenciable, lo cual es crucial en la optimizacion de modelos mediante
algoritmos de descenso de gradiente.

El MSE proporciona una medida cuantitativa de la dispersion de las predicciones en
comparacion con los valores reales

El uso del cuadrado en la férmula tiene propiedades matematicas favorables, como la

convexidad, que facilitan la optimizacion y el analisis matematico [31].

R cuadrado (R?)

R? es el coeficiente de determinacion e indica cuanta variacion en la variable dependiente se

puede predecir en funcion de la variable independiente. En otras palabras, qué tan bien coincide

el modelo con las observaciones reales que tenemos. Cuando usamos R2, todas las variables

independientes que tenemos en el modelo contribuyen a su valor [32].

El mejor valor posible de R? es 1y el peor valor posible es 0. La desventaja de este enfoque

es que

supone que cada variable ayuda a explicar la variacion en el prondstico, lo que no

siempre es asi. Si se agrega otra variable, el valor de R? aumentara o permanecera igual pero

nunca disminuira.

Férmula para calcular el R cuadrado (R?), se representa en la ecuacion ( 3.13):

Donde:

_ Y —x)?

RP=1-=—"r——"
Z(}’i —My) (3.13)

R? coeficiente de determinacion.
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y; valor de la variable dependiente.
x; valor aproximado que el modelo de regresion arroja.

,, medida de la variable dependiente.

3.9.4. R?cuadrado ajustado

R? Ajustado compensa la desventaja de R? con la integracion de variables, esto se logra al

penalizar la integracion de variables independientes al modelo.
Férmula para calcular R? ajustado, se representa en la ecuacion ( 3.14 ):

(1-R?»)(N-1)

Réjustado =1- N—-M-—1 (3.14)

Donde:

N es el nimero de filas.

M el nimero de columnas o variables.

3.10. ANALISIS DE CORRELACION DE VARIABLES PARA CONSTRUIR
MODELOS EXPLICATIVOS Y PREDICTIVOS

A menudo se utiliza el analisis de correlacion para observar y medir la relacion entre dos
variables numéricas. Es uno de los métodos mas comunes de analisis de datos y es un primer

paso necesario antes de crear un modelo explicativo o predictivo.

3.10.1. Correlacién de variables

La correlacion es la relacién entre dos variables numéricas, ya que evalla especificamente
la tendencia (mayor o menor) de los datos. Dos variables estan relacionadas si una variable da
informacion sobre la otra. En cambio, en ausencia de correlacién, un aumento o disminucién

en una variable no indica nada sobre el comportamiento de la otra.

Dos variables estan correlacionadas si tienden a aumentar o disminuir.

3.10.1.1. Matriz de correlacion

La matriz de correlacion es una matriz que contiene coeficientes de correlacion en las
posiciones i, j entre las variables i y j como se puede apreciar en la ecuacion ( 3.15), por lo que

la matriz de correlacién es una matriz cuadrada cuyo diagonal principal asume el valor de uno,
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incluidos los elementos de la fila i y la columna j, el cual consiste el valor del coeficiente de

correlacion entre la variable i y la variable j [33].

1 T12 13 AR AT
21 1 23 o Ton

R = Ts:]_ T':,:z 1 o T3 ( 3.15 )
\Tnl The Tz - 1

Donde:

r;; €s el coeficiente de correlacion entre las variables i y j.

3.10.2. Interpretacioén de la correlacion de variables

= =il

Correlacién negativa  Correlacién negativa  Correlacién negativa Correlacién nula
perfecta fuerte débil

r=02

Correlacién positi;a Correlaciéon positi\:a Correlacién positi:a
débil fuerte perfecta
Figura 3.15. Interpretacion de correlacion mediante graficos de dispersion [34].
En la Figura 3.15, se observan diferentes tipos de resultados del coeficiente de correlacion y
sus diagramas de dispersion correspondientes, en cual indica que la correlacion permite medir

el signo y magnitud de la tendencia entre dos variables.

La direccion de la relacion nos indica el signo de un valor, como se observo en el diagrama

de dispersion (ver la Figura 3.15).

e El valor positivo indica relacion directa o positiva,

e El valor negativo indica una relacion indirecta, inversa o negativa,

26



UNIVERSIDAD TECNICA DE COTOPAXI — CARRERA DE ELECTRICIDAD

e En cambio, el valor nulo indica que no existe una tendencia entre ambas variables
esto quiere decir que, puede ocurrir que no exista relaciéon o que la relacion sea mas

compleja que una tendencia.

El valor representa la fuerza de la relacion y varia de -1 a 1. Cuanto mas cerca esté el valor
de los valores extremos del rango (1 o -1), en este caso mas fuerte serd la tendencia de las
variables 0 menor existird varianza en puntos en torno a una tendencia particular. Cuanto mas
cercano a 0 esté el coeficiente de correlacién, mas débil sera la tendencia, es decir, mayor sera

la diferencia en la nube de puntos [35].

e Silacorrelacion vale 1 0 -1 la correlacion es “perfecta”,

e Sila correlacion vale 0 las variables no estan correlacionadas.

3.10.3. Medicioén de la correlacion de variables

Los coeficientes de correlacion utilizados para medir la correlacion son; El coeficiente de
correlacion lineal de Pearson se utiliza para cuantificar tendencias lineales, y el coeficiente de
correlacion de Spearman se utiliza para aumentar o reducir tendencias que no son
necesariamente lineales sino mondtonas, es decir, las variables tienden a moverse en la misma

direccion relativa pero no siempre a un ritmo constante.

rs 11 091 1
Figura 3.16. Representacion gréafica de la relacion lineal y no lineal (mondétona).

[P
S

En la Figura 3.16, se representa la “r” en color negro el coeficiente Pearson y la “s” de color
rojo el coeficiente Spearman. Cuando los dos coeficientes tienen un valor de 1 la relacion es
lineal, cuando no es lineal la relacion el coeficiente de correlacién Spearman indica mejor la

relacion entre dos variables [35].

e Para medir la tendencia lineal entre dos variables se utiliza el coeficiente de

correlacién Pearson.
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e En cambio, para medir la tendencia monétona (aumentando o disminuyendo) entre

dos variables se utiliza el coeficiente de correlacion Spearman.

3.11. SOTFWARE DE CODIGO ABIERTO

El software de codigo abierto ha evolucionado significativamente desde que Richard
Stallman fund6 el Proyecto GNU en los afios 1970 y 1980. Con el lanzamiento del kernel de
Linux en 1991, el software libre se hizo popular y dominé industrias clave como servidores y
aplicaciones empresariales en la década de 2000. En la era movil, Android basado en Linux se
ha convertido en el sistema operativo dominante para dispositivos mdviles. En la década de
2020, el software libre se ha convertido en una fuerza importante en inteligencia artificial,
penetrando en todos los ambitos, desde la investigacion cientifica hasta la atencion sanitaria.
Ademas, se centra en aspectos éticos, privacidad y seguridad, lo que ha llevado a su adopcion

e integracion generalizada en la infraestructura tecnolégica global [36].

El software de cddigo abierto es importante porque fomenta la innovacion, la transparencia
y el acceso igualitario a la tecnologia, permitiendo a individuos y organizaciones utilizar
herramientas poderosas sin las limitaciones de costos o restricciones de licencia. En los Gltimos
afios el software de cddigo abierto que mas fuerza a tomado es Python el cual utilizaremos para

la construccion de los modelos de prediccion.

3.11.1. Lenguaje de programacion

El mundo IT (empresa dedicada al desarrollo de software y de soluciones tecnoldgicas para
su comercio o industria) esta en constante evolucion, un ejemplo tipico es la aparicién de
lenguajes de programacién. Python es uno de los lenguajes mas utilizados en la actualidad y

esta tendencia crece constantemente [37].

Cada vez méas personas en todo el mundo lo eligen como su primer lenguaje de
programacion, e incluso los programadores de mayor edad recurren a él por una razon principal:
su sintaxis permite a los programadores expresar y lograr su problema con menos lineas de
codigo. Python se esta convirtiendo en uno de los lenguajes de programacion mas utilizados,

desde aplicaciones web hasta ciencia de datos. Sus aplicaciones son muy diversas.
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Lenguajes de programacion mas populares.

H Python ®Java M JavaScript C# ®WPHP mC/C++ mOtroslenguajes

Figura 3.17. Lenguajes de programacion mas populares.

En la Figura 3.17, se puede observar que los datos de uso de lenguajes de programacion,
Python es el mas popular con un 32%, seguido de Java con un 21%. Sorprendentemente, a pesar
de su importancia, JavaScript sélo representa el 1% del desarrollo web. C# y PHP comparten
el 8% y el 7% respectivamente, mientras que C/C tiene el 6%. La categoria "Otros idiomas"
representa el 25%, lo que indica una considerable diversidad de preferencias de programacion.
En general, Python ocupa el primer lugar, pero JavaScript es mas lento y la gran presencia de
"otros lenguajes™ muestra que la seleccion de herramientas de programacion en este conjunto

de datos es diversa.

3.11.2. Lenguaje de codigo abierto Python

Python es un lenguaje de programacion abierto, orientado a objetos, de alto nivel, simple y
facil de aprender. Aunque fue creado a principios de la década de 1990 en los Paises Bajos y
en comparacién con otros lenguajes de programacion, se considera un proyecto relativamente
joven [38]. Tiene una gran biblioteca de herramientas, lo que lo convierte en un lenguaje de

programacion unico.

3.11.3. Principales usos de Python

Es muy versatil y con él se puede desarrollar software de todo tipo, principalmente en:
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3.11.3.1. Python en el aprendizaje automatico
Python admite tecnologias de inteligencia artificial porque:

e Tiene bibliotecas como Numpy, Scipy y Pybrain que se utilizan para informatica
cientifica, informatica avanzada y aprendizaje automatico.

e Permite expresar ideas en tan solo unas pocas lineas de codigo, lo que no es posible
en otros lenguajes.

e Tiene bibliotecas como Keras y TensorFlow que contienen informacion sobre
funciones de aprendizaje automatico.

e Todas estas razones hacen de este lenguaje una mejor opcion para aplicaciones de 1A

en comparacion con otros lenguajes.

3.11.3.2. Python en Big Data

Python es la mejor opcion en el campo de Big Data gracias a su flexibilidad y abundancia
de bibliotecas y marcos especializados. Con herramientas como Pandas para la manipulacion
eficiente de datos, PySpark para computacion distribuida y Scikit-learn para aprendizaje
automatico, Python facilita el procesamiento y analisis de grandes conjuntos de datos. Ademas,
las bibliotecas de visualizacion como Matplotlib y Plotly le permiten crear representaciones
visuales impresionantes. La flexibilidad de Python se extiende a entornos de nube como GCP
y AWS, al igual que su integracién con tecnologias como Apache Kafka para la recopilacion

de datos en tiempo real [38].

3.11.3.3. Python en Data Science

Es uno de los mejores lenguajes utilizados por los cientificos de datos en diversos proyectos
y aplicaciones de anélisis de datos. Python proporciona una gran funcionalidad para trabajar
con funciones matematicas, estadisticas y cientificas. Proporciona excelentes bibliotecas para

trabajar con aplicaciones de ciencia de datos.

3.11.3.4. Python en Frameworks de Pruebas

La comprobacion es otra operaciéon que ha sido modificada en este idioma. Es ideal para
probar ideas o productos porque tiene muchos marcos integrados que ayudan a depurar el

codigo y garantizan un flujo de trabajo y una ejecucion rapidos [38].

30



UNIVERSIDAD TECNICA DE COTOPAXI — CARRERA DE ELECTRICIDAD

Las herramientas de prueba como Unittest, Pytest y Nose test facilitan las pruebas para los
desarrolladores y admiten pruebas multiplataforma y entre navegadores utilizando varios

marcos como PyTest y Robot.

3.11.4. Tipos de librerias de Python

Existen diferentes tipos de bibliotecas de Python segun el proposito de la biblioteca de

Python.
A continuacion, se muestran algunos tipos de bibliotecas de Python:

e Deep learning: se centra en la prediccion de datos; a través de grandes datos.

e Machine learning: Estas bibliotecas son muy utiles en el aprendizaje automatico
porque mejoran el procesamiento de la informacion y resuelven problemas de
clasificacion de datos y andlisis de regresion.

e Caélculos numéricos: Preparar datos y sugerir propiedades importantes para sus
calculos.

e Visualizacion: se utilizan para comprender y dar sentido a los datos en una forma
mas legible.

e |A explicable: Buscan resultados optimos en IA utilizando diversos métodos
tecnologicos.

e Procesamiento del lenguaje natural: basandose en calculos de frecuencia

normalizados, los modelos se construyen utilizando datos de texto.
3.11.5. Librerias de Python

3.11.5.1. Matplotlib

De hecho, ya hemos hecho referencia a Matplotlib antes. Esta es la biblioteca estandar y mas
famosa de Python, también generan una variedad de graficos de alta calidad para publicar online
0 en papel sin muchas lineas de cddigo, graficos de barras, histogramas, series temporales,
espectros de potencia... Sélo algunos ejemplos. de las capacidades de esta biblioteca en Python
[39].

Proposito: Visualizacion de datos.

Matplotlib: Ofrece flexibilidad para crear una amplia gama de graficos y visualizaciones.
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3.11.5.2. TensorFlow

Por su parte, TensorFlow fue desarrollado por Google y juega un papel importante en la
computacion numerica. Su estructura permite la creacion de una red neuronal que proporciona

un nuevo enfoque para conceptualizar las matematicas. [40].

Proposito: Desarrollo de modelos de aprendizaje profundo.

TensorFlow: Desarrollado por Google, es ampliamente utilizado y respaldado por una gran
comunidad.
3.11.5.3. PyTorch

En este caso, Facebook es el encargado de desarrollar esta biblioteca de Python. También se
utiliza en calculo numérico y su tarjeta grafica es fundamental para la ejecucién rapida de
codigo.

Propésito: Desarrollo de modelos de aprendizaje profundo.

PyTorch: Con énfasis en la flexibilidad y la expresividad, es preferido por su interfaz mas
intuitiva.
3.11.5.4. Scikit-learn

Estas bibliotecas de Python de muestra estan destinadas a crear modelos de analisis de datos
y aprendizaje automatico. Puede realizar operaciones de regresion, clasificacion y agrupacion

de datos. Su interfaz es muy sencilla ya que sélo requiere una linea de codigo [41].

Proposito: Aprendizaje automatico y mineria de datos.

Funcionalidades: Contiene implementaciones de algoritmos de clasificacion, regresion,
clustering y técnicas de reduccion de dimensionalidad.
3.11.5.5. Pandas

Pandas se utiliza ampliamente en la ciencia de datos. Es facil trabajar con datos porque su
estructura consta de una serie de datos y marcos de datos para dos dimensiones. Las bibliotecas

de este tipo se utilizan en estadistica, economia, ingenieria y ciencias sociales [42].

Proposito: Disefiado para analisis y manipulacion de datos.
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Estructura: Introduce los objetos "DataFrame™ y “Series’ que permiten organizar datos
tabulares y realizar operaciones sofisticadas como filtrado, agrupacion y fusion.
3.11.5.6. Seaborn

Si bien la manipulacion de datos es el nicleo de Pandas, Seaborn se basa en la visualizacion
de datos estadisticos para comprenderlos. Gracias a esto, su interfaz es de alto nivel e interactiva
[43].

Proposito: Visualizacion de datos.

Seaborn: Basado en Matplotlib, simplifica la creacién de graficos estadisticos atractivos.

3.115.7. Bokeh

Bokeh es también una de las bibliotecas de Python destacadas para la interactividad. Sus
gréficos son flexibles y funcionan en tiempo real.
3.11.5.38. NumPy

Por su parte, NumPy permite crear estructuras de datos universales, que ayudan a un mejor
analisis de datos cuando se intercambian datos entre diferentes algoritmos. Sus vectores son de

alta dimension y sus matrices son grandes [44].
Proposito: NumPy se utiliza para realizar operaciones matriciales y numericas eficientes.

Caracteristicas: Introduce el objeto "array” para representar y manipular datos de manera

eficiente. Ofrece funciones para algebra lineal, transformadas y operaciones estadisticas.
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4. METODOLOGIA
4.1. TIPOS DE INVESTIGACION

4.1.1. Investigacion Descriptiva

La investigacion descriptiva se centrard en analizar y detallar las caracteristicas de la
radiacion solar en la Universidad Nacional de Piura. A través de la recopilacion de datos
histdricos de radiacién comprendido entre abril del 2022 — abril del 2023, dando un afio de toma
de datos, en el cual se busca identificar patrones y tendencias en diferentes horas del dia. Este

analisis permitira comprender las condiciones actuales y futuras de la radiacién solar.

Posteriormente, los resultados obtenidos se comparan entre los modelos de aprendizaje
automatico para evaluar la precisién predictiva del modelo. Este estudio descriptivo combina
el andlisis detallado con la aplicacion de técnicas de aprendizaje automatico para proporcionar

una vision integral de la radiacion solar en la zona de estudio [45].

4.1.2. Investigacion Cuantitativo

Esta investigacion tiene un papel importante al abordar la naturaleza numérica de la
radiacion solar. La recopilacién de datos histéricos implica la obtencion de informacién
cuantitativa sobre los niveles de radiacion a lo largo del tiempo, lo que proporciona una base
numérica para analizar patrones y tendencias. La implementacion de modelos de aprendizaje
automatico (regresion lineal simple, redes neuronales, GRU) también se basa en métodos
cuantitativos que utilizan algoritmos y métodos numéricos para procesar datos y hacer
predicciones. Las comparaciones entre los resultados de los modelos y los datos historicos se
realizan mediante mediciones cuantitativas y evallan la efectividad del modelo en términos de

precision [46].

4.1.3. Investigacion Experimental

La investigacién experimental tiene como objetivo principal el disefio y ejecucion de
experimentos el cual implica la manipulacion de variables clave (independientes,
dependientes), relevantes para las predicciones de la radiacién solar. La implementacion de
modelos de aprendizaje automaético (regresion lineal simple, unidades recurrentes cerradas y
redes neuronales) es una parte esencial del uso de software de codigo abierto (Python), para

entrenar y probar estos modelos. La recopilacion de datos se realiza en condiciones controladas
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y la eficacia del modelo se puede evaluar comparando las predicciones obtenidas con datos

reales de radiacion solar [47].

4.2. UBICACION DEL LUGAR DE ESTUDIO

En este estudio se utilizara la base de datos de radiacion solar de la Universidad Nacional de
Piura (ver la Figura 4.1), ubicada en la Av. Ramén Mendoza s/n, Urb. Santa Ana, Piura, Peru.
La base de datos a utilizar esta comprendida entre abril del 2022 hasta abril del 2023 dando un

afio en la toma de datos.

Figura 4.1. Universidad Nacional de Piura [48].

4.3. TECNICASE INSTRUMENTOS

4.3.1. Programacion

En este punto de la investigacion se centra en el disefio de algoritmos de aprendizaje
automatico, en el cual los algoritmos utilizaran datos depurados que se encuentran en una base
de datos general. En este proceso, se introducira el historial de la radiacion solar cuyo objetivo
principal es comparar los resultados obtenidos de los métodos de aprendizaje automatico de
acuerdo a las métricas de evaluacion, con el propdsito de verificar la precision y validez de los
datos que se estan prediciendo.
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4.3.2. Simulacion

Mediante el uso del lenguaje de programacion Python se realizard la simulaciéon de los
métodos de aprendizaje automatico, considerando los datos histéricos comprendidos entre abril
del 2022 — abril del 2023, dando un afio en toma de datos, con el fin de comparar cuél de los

tres métodos de aprendizaje automatico es mas preciso, de acuerdo a las métricas de evolucion,

4.4. METODOLOGIA GENERAL

Las técnicas a ser disefiadas para su evaluacion y comparacion son las siguientes: regresion
lineal simple, unidades recurrentes cerradas y redes neuronales. Para obtener el prondstico de

la radiacion solar se implementa la siguiente metodologia que se muestra en la Figura 4.2.

Como parte fundamental de la metodologia es la revision exhaustiva de la literatura para
fundamentar teéricamente la investigacion. Posteriormente, inicia con la recopilacion de datos
historicos de radiacion solar en la Universidad Nacional de Piura, los cuales son sometidos a
un proceso de preprocesamiento y seleccion de caracteristicas para garantizar su calidad y
relevancia. La implementacion de modelos de aprendizaje automatico ya mencionados
anteriormente se lleva a cabo utilizando software de cddigo abierto (Python), ajustando

parametros para optimizar el rendimiento de los modelos.

En el siguiente paso para verificar que los modelos funcionan correctamente, la base de datos
disponible se divide en tres grupos: conjunto de entrenamiento, conjunto de prueba y conjunto
de validacion. Como su nombre lo indica, el primero se utilizara para entrenar los modelos de
prondstico, el segundo se utilizara para evaluar el conjunto de pruebas y el tercero para validar

cada uno de los modelos implementados.

Finalmente, para el proceso de comparacion y evaluacion de diversos modelos de prondstico,
se emplean diferentes métricas para medir su eficiencia. Entre estas métricas se encuentran el
Error Cuadratico Medio (MSE), el Error Absoluto Medio (MAE), Error Porcentual Absoluto
Medio (MAPE) entre otras métricas, que evalUan la precision en términos de error de pronostico

a lo largo del rango de validacion.
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Base de datos de la
radiacion solar

Y

Procesamiento de datos

v

Division de datos
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Datos de
entrenamiento

Datos de validacién Datos de prueba
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[ Configuracion ]

Entrenamiento de los
modelos de
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Comprobacion de los
modelos de aprendijaze

Testing error
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Y

Validacion de modelos de
aprendijaze automatico

\

Evaluacioén del
desempefio de modelos
de aprendizaje
automatico

Figura 4.2. Diagrama de flujo de la metodologia utilizada para la obtencidn de modelos de prediccion.
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45. DATOSHISTORICOS
4.5.1. Obtencion de la base de datos

Para la implementacion de los modelos de aprendizaje automatico se obtuvo informacion de
la Universidad Nacional de Piura, donde se encuentra la Estacién Meteorologica Convencional
Miraflores (ver la Figura 4.3), que cuentan con pardmetros tales como: precipitacién (mm),

temperatura (°C), humedad relativa (%), velocidad del viento (EM) y la radiacion solar (). Para
el disefio de los modelos de aprendizaje automatico solo se tomara en cuenta los valores de la

radiacion solar ya que la investigacion se centra en ese parametro.
staciones Convencionales con recepcion de datos en fiempo real®

;

staciones Convencionales con recepcion de datos en tiempo diferido
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Figura 4.3. Ubicacion de la estacién meteoroldgica de la Universidad Nacional de Piura [49].
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45.2. Almacenamiento de datos

Se presenta una base de datos historicos de la radiacion solar comprendida ente abril del
2022 hasta abril del 2023, dando un afio en la toma de datos. Los parametros a considera son;
el mes, el dia y las horas como se puede apreciar en la Figura 4.4. Para que la prediccién sea

mas precisa se toma en cuenta las 24 horas del dia en intervalos de una hora.

A B © ] E F G H | J K L M N
1 25/4/2022 26/4/2022 27/af2022 23/4/2022 29/af2022 30/4/2022 1/5/2022 2{5/2022 3[5/2022 4f5/2002 5[5/2022 6f5{2002 7/S[2022
2 | 12:00a.m. 0 0 0 0 0 0 0 0 0 0 0 0
3| 1:00am. 0 0 0 0 0 0 0 0 0 0 o 0
4 | 2:00a.m. 0 0 0 0 0 0 0 0 0 0 0 0
5| 3:00am. 0 0 0 0 0 0 0 0 0 0 o 0
£ | 4:00a.m. 0 0 0 0 0 0 0 0 0 0 0 0
7| 5:00am. 0 0 0 0 0 0 0 0 0 0 o 0
% | &00a.m. 0 3 1 % 7 1 28 5 15 11 15 18
3| 7:00a.m. 3 52 &4 180 97 42 191 175 143 87 93 137
0| 8:00am. 153 150 184 395 334 140 394 391 330 213 356 280
| %00am. 279 444 277 530 413 264 533 573 576 461 577 572
12 | 10:00a m. 577 674 547 728 797 594 730 722 725 724 722 717
13 | 11:00a m. 634 795 784 821 823 812 313 210 313 650 809 103
14 | 12:00p. m. 293 572 852 213 242 250 236 239 228 218 471 226 825
5| 1:00p.m. LT 867 835 674 776 778 753 784 775 631 802 773 772
| 2:00p.m. g1 832 747 432 638 676 861 861 855 345 285 655 643
7| 3:00p.m. 712 74 530 445 437 433 477 487 473 383 164 430 475
16| a:00p.m. £03 517 LS 292 290 283 290 284 277 138 73 212 271
19| 5:00p.m. 234 32 170 95 g5 25 73 77 77 53 27 7 70
20| &:00p.m. 74 101 20 2 2 1 1 1 1 1 0 1 1
21| 7:00p.m. 4 4 0 0 0 0 0 0 0 0 0 0 0
22| s:00p.m. 0 0 0 0 0 0 0 0 0 0 0 0 0
23| 9:00p.m. 0 0 0 0 0 0 0 0 0 0 0 0 0
24 | 10:00 p. m. 0 0 0 0 0 0 0 0 0 0 0 0 0
25| 11:00p. m. 0 0 0 0 0 0 0 0 0 0 0 0 0

Figura 4.4. Base de datos histéricos de la radiacion solar.

La base de datos que se presenta consta con 8592 datos que equivale al 100 % que sera
analizado, pero toda base de datos tiene datos faltantes, en este caso contamos con 8339 datos
reales que equivale al 97.06 % y 253 datos faltantes que equivalen al 2.94 % como se muestra
en la Figura 4.5.

# Verificar valores nulos en el DataFrame
valores_nules = datos.isnull().sum()

print(“Valores nulos:")
print(valores_nulos)

Valores nulos:

ARl 8
MES 253
DIA 253
HORA 253

RADIACION 253
dtype: inte4

Figura 4.5. Verificacion de valores nulos.
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4.5.3. Preprocesamiento de datos

La base de datos obtenida que consta con la informacion de 1 afio (del 25 de abril de 2022 al
17 de abril de 2023), la cual fue preprocesada para tomar datos cada 1 hora de la radiacion solar.
Para realizar un pronostico es importante verificar que no falten datos en las mediciones o
implementar algin método de llenado de datos (observe la Figura 4.10); en este caso se
implementod un algoritmo “Series sintéticas con la simulacion de Montecarlo”, el cual consiste

en generar numeros aleatorios a partir de una distribucién de probabilidad normal.

453.1. Simulacion de Montecarlo

En una base de datos es habitual encontrar valores nulos, es decir datos faltantes, esto se
puede dar ya sea por error del mismo ser humano o a su vez por la propia tecnologia
(computadoras, instrumentos, etc.), para este problema se emplea la simulacion de Montecarlo
en combinacién con una distribucion de probabilidad normal ya que es simétricay se caracteriza
por su media y desviacion estandar, el cual nos ayuda a generar series aleatorias para completar
los datos faltantes, para llegar a este punto se debe seguir el siguiente método que se refleja en

la Figura 4.6.

Ingreso de Simulacién del metodo Validacién de
datos de Montecarlo resultados

Figura 4.6. Metodologia de la simulacion de Montecarlo.

En la Figura 4.7, se muestra un diagrama de flujo en cual se indica el proceso de simulacion
de Montecarlo basado en datos deterministas de entrada correspondientes a la radiacion solar.
Primero se ingresa una matriz de perfiles vectoriales correspondientes a 24 mediciones por dia
y se especifica el nimero n de series a obtener (en este caso 50 series). Luego se calculan los
parametros mu y sigma de la matriz del vector de datos, lo que facilita la generacion de valores
aleatorios. El proceso se realiza segun un limite de error relativo porcentual, donde si el error
relativo porcentual es menor que un limite predeterminado, el valor generado se retiene; de lo
contrario, se genera un nuevo valor hasta que se cumplan las condiciones predeterminadas. Es
importante que los limites se ajusten a la variabilidad del material. A continuacion, se utiliza el
error cuadratico medio normalizado (NMES) para determinar la precision de generar secuencias

sintéticas utilizando métodos de Monte Carlo.
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Ingresar datos
Vector de datos, n

v

Calcular:
m=length (vectos datos)
mu=mean (vector datos)
sigma=std (vector datos)

Calcular:
sinteticas(k, i)=normnd()mn, sigma, 1, 1)

Restriccién
ER<=20%

Calcular:
ECM, ECMN

Fin

Figura 4.7. Diagrama de flujo de la simulacion de Montecarlo con una distribucion de probabilidad normal.

En la Figura 4.8, se puede apreciar las 50 series aleatorias que nos arrojo la simulacion de
Montecarlo, posteriormente estos datos obtenidos nos ayudara a completar la base de datos de
la radiacion solar de forma manual para poder analizar muestra base de datos para la
implementacion de los modelos de aprendizaje automatico, también en la Figura 4.9, se
muestra el comportamiento de la radiacion solar en base a las series aleatorias obtenidas a partir
de la simulacion de Montecarlo con una distribucion de probabilidad normal, en el cual se puede
apreciar las 11 series de datos aleatorios, que se utilizaron para llenar de forma manual la base

de datos final.
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Figura 4.8. Obtencion de las series aleatorias a partir de la simulacién de Montecarlo.

800 4

600 A

400 4

Radiacién Solar (W/m~™2)

200 4

Serie 1
Serie 2
Serie 3
Serie 4
Serie 5
Serie 6
Serie 7
Serie 8
Serie 9
Serie 10
Serie 11

T T T
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24
Tiempo en Horas

Figura 4.9. Comportamiento de la radiacién solar obtenidos a partir de la simulacién de Montecarlo.

La simulacién de Montecarlo ayuda a crear datos aleatorios el cual nos facilita para rellenar

la base de datos a ser estudiada, con la ayuda de la verificacion de valores nulos (ver la Figura

4.11) nuestra base de datos no presenta ningun inconveniente con esta problematica por ende

se realiza una decodificacion de los datos como se muestra en la Figura 4.10.
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AND MES DlA FECHA HORA RADIACION

B542 20232 4 G 15 22 a
8543 2023 4 [+] 15 23 Q
B544 20232 4 7 16 o o
B545 2023 4 7 16 1 4]
B5de 20232 4 7 16 2 ]
B54T 2023 4 7 16 3 4]
B548 20232 4 7 16 4 o
B8543 Z023 4 T 16 5 o
B550 20232 4 7 16 G 4
8551 2023 4 7 16 T 157
8552 2023 4 7 16 a 226
8553 z023 < 7 16 =) 32

8554 202z 4 7 18 10 723
8555 2023 4 7 16 11 605
8556 2023 4 7 18 12 568
8557 2023 4 7 16 13 60T
8558 2023 4 7 18 14 674
8559 2023 4 7 16 15 500
8560 2022 4 7 18 16 250
8561 2023 4 7 16 17 3
8562 2023 4 7 16 12 4]
8563 2023 4 7 16 12 ]
B564 2022 4 7 16 20 4]
8565 2023 4 7 16 21 Q
B5EG 20232 4 7 16 22 a
B567 2023 4 7 16 23 4]
B5eE 20232 4 1 17 o ]
B563 zZ022 < 1 17 1 L]
B57O0 20232 4 1 17 2 a

Figura 4.10. Preprocesamiento de la base de datos.

# Verificar valores nulos en e1 DataFrame
valores nulos = datos.isnull{).sum()

print{"Vvalores nulos:™)
print{valores_nulos)

Valores nulos:
Afio 8
MES a
DIA a
HORA 8
RADIACION a
ditype: inte4

Figura 4.11. Verificacién de valores nulos.
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46. DETERMINACION DE VARIABLES

En cualquier investigacion conlleva una recopilacion de datos que son gestionados a través
de las denominadas "bases de datos”. Estos datos estan estructurados en forma de "variables”,
las cuales puedes ser variables dependientes e independientes. Para esta investigacion las
variables independientes proporcionan la informacion necesaria para prever la variable

dependiente, contribuyendo asi a la comprension y prediccion mas precisa de la radiacion solar.

A continuacion, en la Tabla 4.1, se determinan las variables dependientes e independientes:

Tabla 4.1. Determinacion de variables dependientes e independientes.

Variables Paréametros Unidad de medida
Dependiente Radiacion Solar W/m?
Independientes Afio, mes, dia, hora Tiempo

47. COMPORTAMIENTO DE LA RADIACION SOLAR EN LA ZONA DE
ESTUDIO

800 4

600 4

400 A

Radiacion Solar (W/m~™2)

200 4

T T T T T T T T
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24
Tiempo en Horas

Figura 4.12. Comportamiento de la radiacion solar del dia 25/04/2022.

En la Figura 4.12,se puede apreciar el comportamiento de la radiacion solar en el transcurso
de un dia especificamente del 25 de abril del 2022, el cual proporciona una tendencia ascendente

hasta el mediodia cuando el sol estd en su posicion mas alta Ilegando a un valor pico de 877
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W/m?, posteriormente la disminucion progresiva en la tarde y noche, esto se debe a reduccion

natural de la radiacion solar a medida que el sol se pone.

—— Lunes
Martes
Miércoles
Jueves
Viernes
Sébado
Domingo

800 1

600 -

400 -

Radiacién Solar (W/m~2)

200 1

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24
Tiempo en Horas

Figura 4.13. Comportamiento de la radiacién solar durante la primera semana de mayo del 2022.

Para el andlisis de datos semanales en la Figura 4.13, se observa el comportamiento de la
radiacion solar durante la primera semana del mes de mayo del 2022, el cual nos ayuda a
comprender la influencia del clima y las estaciones en la estacion meteoroldgica de la
Universidad de Piura en el cual nos proporciona tendencias muy importantes a la hora de la

generacion de energia solar.
48. PROGRAMACIONEN PYTHON

4.8.1. Uso de las librerias

Para la programacion de los modelos de aprendizaje automético se utilizara diferentes
librerias (pandas, keras, matplotlib, numpy, etc.) tal como se muestra en la Figura 4.14, estas
librerias que nos ofrece Python cumplen un papel importante en el creacion y evaluacion de

modelos de prediccion utilizando aprendizaje automatico.

Para la manipulacion de datos numéricos y tabular respectivamente se utiliza Pandas y
Numpy, por otra parte, Matplotlib juega un papel importante en la visualizacién de los datos
permitiendo crear graficos detallados y Keras se utiliza para simplificar la construccién y

entrenamiento de los modelos de aprendizaje automatico.
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import numpy as np

import pandas as pd

import matplotlib.pyplot as plt

from sklearn.preprocessing import LabelEncoder

from sklearn.model selection import train_test split
import keras

from keras.models import Sequential

from keras.layers import Dense, Activation, Dropout
from sklearn.metrics import mean_squared error

Figura 4.14. Librerias usadas en la programacion de los modelos de aprendizaje automatico.
4.8.2. Lectura de datos

En esta seccion se incorpora la base de datos de la radiacion solar comprendida entre abril
del 2022 hasta abril de 2023 como se muestra en la Figura 4.15, en el cual consta con las
variables de entrada (afio, mes, dia, hora y radiacion solar), esta base de datos debera ser un

formato xlIsx para su mejor manipulacion.

# Lectura de datos
data = pd.read excel( DATA RADIACION.xlsx')

data

ANO MES DIA FECHA HORA RADIACION

0 2022 4 |unes 25 00:00:00 0]
1 2022 4 lunes 25 01:00:00 a
2 2022 4 lunes 25 02:00:00 0]
3 2022 4 Junes 25 03:00:00 0
4 2022 4 |unes 25 04:00:00 0]
8587 2023 4 lunes 17 19:00:00 0]
8588 2023 4 lunes 17 20:00:00 g
8589 2023 4 |unes 17 21:00:00 0]
8590 2023 4 |unes 17 22:00:00 0
8591 2023 4 lunes 17 23:00:00 0]

8592 rows x & columns

Figura 4.15. Lectura de la base de datos de estudio.
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4.8.3. Datos de entrenamiento

En esta parte de la investigacion es fundamentar dividir los datos como se muestra en la
Figura 4.16, en el cual el 20 % de los datos finales es utilizado para la validacion de los modelos
de aprendizaje automatico mientras que el 80% de los datos restantes serdn tomados para el

entrenamiento de los modelos de aprendizaje automatico.

#DIVISION DE DATOS
#Dividir los datos de entrenamiento y de test

#Tomamos el 28% de los datosfinales como conjunto de prueba y el resto como conjunto de entrenamiento
size = int(@.2*data_final.shape[8])

data_test = data_final[-size:]

data_train = data_final[:-size]

Figura 4.16. Porcentaje de datos de entrenamiento.

4.8.4. Prediccion

Para la prediccion de la radiacion solar de los tres modelos de aprendizaje automatico
(ARIMA, GRU y redes neuronales), se debe tomar en cuenta el tiempo de la prediccién en este
caso el pronostico que se esta realizando es para un mes ya que estos modelos de prediccion
son muy Utiles a corto plazo, para esto se debe tomar en cuenta los siguientes pasos como se

muestra en la Figura 4.17.

Prepacion Entrenamiento o Evaluacion Analisis y
de los Prediccion del Z,
de los datos o comparacion
modelos rendimiento

Figura 4.17. Proceso general de los modelos de prediccién.

49. METODOLOGIA DE LOS MODELOS DE PREDICCION

4.9.1. Regresion lineal multiple

La regresion lineal simple es una herramienta fundamental en estadisticas y analisis de datos
debido a su simplicidad y utilidad en diversos contextos, por ende, se aplica este modelo para
realizar el prondstico de la radiacion solar, por tal motivo se emplea la siguiente metodologia

representada en un diagrama de blogues como se muestra en la Figura 4.18.

La metodologia da comienza con la identificacion de la variable independiente (X), seguida
de la recopilacion de datos relevantes que representen la relacion entre (X) y la variable
dependiente (). Después, se realiza el preprocesamiento de datos, que incluye la limpieza,

manejo de valores atipicos y transformaciones si es necesario. A continuacion, se divide el
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conjunto de datos para el entrenamiento y prueba. La construccion del modelo implica ajustar
la ecuacion de regresion lineal utilizando el conjunto de entrenamiento para encontrar los
coeficientes (Bo y B1). Posteriormente, se evalGa el modelo utilizando métricas como el MAPE,
MAE, RMSE, entre otros y se realiza una prediccion utilizando el modelo ajustado en nuevos
datos o en el conjunto de prueba.

Identificacion de
variables
independientes

v

Recopilacion de
datos

v

Preprocesamiento de
datos

v

[ Division de datos

v

| Construccion del

modelo

v

[ Evaluacion del ’

modelo

v

[ Prediccion ]

Figura 4.18. Metodologia de la regresion lineal simple.
4.9.1.1. Parametros a considerar de la regresion lineal simple

Tabla 4.2. Parametros de la regresion lineal simple.

Parametro Descripcion

Variable Independiente  La variable X se utiliza para predecir la variable Y.

Variable Dependiente La variable Y se busca predecir basandose en la variable independiente.

Coeficiente de Representa el valor esperado de la variable dependiente cuando la variable
intercepto (Bo) independiente es 0.

Coeficiente de Indica la tasa de cambio en la variable dependiente por unidad de cambio en la
pendiente (B1) variable independiente.

Error residual Diferencia entre el valor observado de Y y el valor predicho del modelo.

Conjunto de Esta parte es fundamental ya que este permite dividir los datos para el entrenamiento

entrenamiento y prueba v la evaluacion del modelo.

o B Indicadores como el MAPE, RMSE, R? miden la precisién y el rendimiento del
Métricas de evaluacion del
modelo.
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4.9.2. Unidades Recurrentes Cerradas (GRU)

El modelo de Unidades Recurrentes Gated (GRU) es una variante de las Redes Neuronales
Recurrentes (RNN) que aborda problemas como el desvanecimiento del gradiente. Similar a las

LSTM, las GRU pueden retener informacion a lo largo del tiempo en secuencias.

Entrada de
Secuencia de
Datos

v

Inicializacion de
Estados de GRU

v

lteracion en la
Secuencia

v v 4

Entrada de Calculo de la Actualizacion de
Tiempo Actual Salida Estados

( L J
h 4

Fin del Bucle de
Tiempo

v

Salida de la GRU

v

Entrenamiento
del Modelo

v

Prediccion

v

Evaluacion del
modelo

Figura 4.19. Metodologia del modelo unidades recurrentes cerradas (GRU).

En la Figura 4.19, se observa la metodologia del modelo GRU, realizada en un diagrama de
blogues, comienza con la entrada de una secuencia de datos, seguido por la inicializacion de
los estados de la GRU incluyendo la memoria recurrente. Luego, se itera sobre la secuencia de
datos a lo largo del tiempo, con cada iteracion incluyendo la entrada actual, el calculo de la
salida, y la actualizacion de los estados de la GRU. Después de iterar sobre toda la secuencia,
se obtiene la salida final de la GRU. El modelo se entrena mediante la retro propagacion a través
del tiempo (BPTT) y la actualizacion de los pesos de la red. Finalmente, el modelo entrenado
se utiliza para realizar predicciones y evaluacion del modelo mediante métricas ya establecidas.
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4.9.2.1. Parametros de las unidades recurrentes cerradas (GRU)

En la Tabla 4.3, se describen los parametros que se debe considerar al momento de generar

un modelo GRU.

Tabla 4.3. Pardmetros de la arquitectura de las unidades recurrentes cerradas (GRU).

Parametro

Descripcion

Unidades Gru

Numero De Capas Gru
Dropout Rate
Unidades Densas

Funciones De Activacion

Activacion Function Gru

Uso De Sesgos En Gru
Uso De Sesgos En Densas

Epocas

Optimizador

Cantidad de unidades o celdas GRU en la capa.
Nuamero de capas GRU apiladas.

Proporcién de neuronas desactivadas en Dropout.
Numero de neuronas en cada capa densa.
Funciones utilizadas en capas GRU y densas.

Funcion de activacion para las puertas de la unidad
GRU.

Indica si se utilizan sesgos en las puertas de la unidad
GRU.

Indica si se utilizan sesgos en capas densas.

Namero de veces que todo el conjunto de datos se pasa
a través del modelo.

Algoritmo de optimizacidn utilizado para ajustar los
pesos del modelo durante el entrenamiento.

e Arquitectura del modelo GRU

La arquitectura del modelo sigue una estructura secuencial utilizando capas de Unidad

Recurrente con Puertas (GRU) para capturar patrones temporales en los datos. Se incorporan

capas de Dropout para mitigar el sobreajuste. EI modelo consta de dos capas GRU, seguidas

por capas densas con Dropout, culminando en una capa densa de salida. Con un total de 1435

parametros, todos entrenables, la arquitectura esta disefiada para abordar eficazmente la tarea

de prediccion temporal especifica de este estudio, tal como se muestra en la Figura 4.20.
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Layer (type) Output Shape Param #
Teru (eRUY  (None, 60, 10) 250
dropout {(Dropout) {None, 6@, 1e) 2

gru_1 {GRU) {Mone, 1@) 66@

dense (Dense) {None, 32) 352
dropout_1 (Dropout) (None, 32) =]
dense_1 (Dense) {(None, 1) 33

Total params: 1,435
Trainable params: 1,435
Non-trainable params: @

Figura 4.20. Arquitectura del modelo GRU.

e Seleccidn del optimizador

Para este modelo de prediccion se selecciono el optimizador Adam el cual es comUnmente
utilizado durante el entrenamiento del modelo, como se puede observar en la Figura 4.21. Adam
(Adaptive Moment Estimation) es un algoritmo de optimizacion que combina las ideas del
descenso de gradiente estocastico (SGD) con momentum y el método de adaptacion de la tasa

de aprendizaje.

#ADAM LOS MEJORES RESULTADOS

model, history = basic GRU({optimizador = 'adam’, unidades = 18, epocas = 18)
#Guardamos el modelo para no tener que entrenar otra vez para probar
model.save( "'MODELOS GRU/model.h5')

Figura 4.21. Seleccion del optimizador para el modelo GRU.

e Seleccién de unidades GRU

Las unidades en una capa GRU (Gated Recurrent Unit) se refieren al nimero de nodos o
neuronas en esa capa, es un hiperparametro clave que influye en la capacidad de aprendizaje y
complejidad del modelo. La eleccion del nimero 6ptimo de neuronas debe equilibrar la
necesidad de capturar patrones complejos con la prevencion del sobreajuste y la consideracién
de los recursos computacionales disponibles, para este caso se trabaja con 10 neuronas como

se puede observar en la Figura 4.21.
e Seleccion de la época

La cantidad de épocas y la cantidad de capas en el modelo GRU (Unidad recurrente cerrada)
son dos hiperparametros importantes que afectan el rendimiento y la capacidad de aprendizaje
del modelo. En la Tabla 4.4, se aprecia el comportamiento de las épocas y a su vez la seleccion

del nimero de las capas.
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Tabla 4.4. Comportamiento del nimero de épocas.

Optimizador Epoca | Neurona | Loss | Error absoluto medio
1 10 0,1396 0,3463
3 10 0,0443 0,1712
ADAM 5 10 0,0128 0.0716
7 10 0,0102 0,0619
10 10 0,0087 0,0546

4.9.3. Redes Neuronales

Si el objetivo es utilizar una red neuronal para predecir valores futuros o continuaciones en
base a datos historicos, series temporales u otras secuencias, un diagrama de bloques puede
ayudar a visualizar la metodologia de trabajo con una red neuronal para predecir valores futuros,

tal como se puede apreciar en la Figura 4.22.

Entrada de daros

¥

Capa de entrada

¥

[ ]
[ ]
| commr. ]
[ ]

v

Capas ocultas

v

Conexion entre
capas ocultas

[
h 4

[ Capas de salida J

Fun de activacion
de la capa de
salida

v

Funcion de
perdida

v

Optimizador

v

Entrenamiento

v

Prediccion

Figura 4.22. Diagrama de bloques de la metodologia de una red neuronal.

En la metodologia de un modelo de redes neuronales, inicia con los datos de entrada se

alimentan a través de una capa inicial, donde cada caracteristica se representa mediante
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neuronas. Las conexiones entre estas neuronas tienen pesos ajustables. Luego, los datos
atraviesan multiples capas ocultas, donde se aplican funciones de activacion a las entradas
ponderadas. La informacion se transforma progresivamente hasta llegar a la capa de salida, que
produce la prediccion final. Durante el entrenamiento, se utiliza una funcion de pérdida para
calcular la discrepancia entre la predicciéon y la verdad conocida, y se optimizan los pesos
mediante retro-propagacion del error. Este proceso busca minimizar la funcion de pérdida,
mejorando asi la capacidad del modelo para realizar predicciones precisas. La arquitectura
especifica puede variar segun el problema y las funciones de activacion utilizadas, entre otros
factores. La evaluacion del modelo se realiza en un conjunto de prueba utilizando métricas
relevantes, como el error absoluto medio (MAE) o el error porcentual absoluto medio (MAPE).

Con el modelo entrenado, se realizan predicciones futuras basadas en nuevos datos temporales.

4.9.3.1. Parametros de las redes neuronales

En la Tabla 4.5, se muestra los pardmetros que debemos tomar en cuenta a la hora que

simular nuestro modelo de aprendizaje automatico.

Tabla 4.5. Parametros de las redes neuronales.

Parametro Descripcion
Namero De Capas Cantidad de capas en la red neuronal.
Neuronas Por Capa NUmero de neuronas en cada capa.

Funciones De Activacion  Funciones aplicadas a la salida de cada capa (ReLU, Sigmoid,
Tanh).

Inicializacion De Pesos Método para inicializar los pesos de la red.
Tasa De Aprendizaje Magnitud de ajustes a los pesos durante el entrenamiento.

Regulacién (Dropout) Porcentaje de neuronas desactivadas aleatoriamente durante el
entrenamiento.

Batch Normalization Normalizacion de las actividades en cada capa.

Epocas Namero de veces que todo el conjunto de datos se pasa a través
de la red durante el entrenamiento.

Tamafio Del Lote Cantidad de muestras de datos utilizadas en cada paso de
actualizacion de pesos.

Optimizador Algoritmo de optimizacion utilizado para ajustar los pesos de la
red durante el entrenamiento.
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e Seleccion de optimizador

Para la seleccion del optimizador de la red neuronal, utilizaremos 10 neuronas y 10 épocas
para saber cuan preciso es el optimizador, utilizando diferentes métricas, como se puede
observar en la Tabla 4.6.

Tabla 4.6. Optimizadores para la red neuronal.

Optimizador Epoca  Neurona Loss Error absoluto medio
ADAM 10 10 0,0142 0,0838
ADELTA 10 10 0,1370 0,2266
RMSPROP 10 10 0,0161 0.0923

A continuacion, en la Figura 4.23, se puede observar el comportamiento de la radiacion solar
con los optimizadores, en el cual por simplicidad se puede decir que el optimizador RMSPROP

se acerca a los valores reales de la radiacion solar.

1000 4 —— Radiacion Solar real
ADAM
ADADELTA
—— RMSPROP
< 800 -
=
=
(=4
< 600 1
—
o
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z
O 400 1
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3 200
(=
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2023-02-08 2023-02-09 2023-02-10 2023-02-11 2023-02-12 2023-02-13 2023-02-14 2023-02-15
TIEMPO EN DIAS

Figura 4.23. Comportamiento de la radiacion solar con los optimizadores.
e Seleccion de Neuronay Epocas

Con la seleccién del optimizador se procede a la seleccion del nimero de época y neurona

para la red neuronal, como se muestra en la Tabla 4.7.
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Tabla 4.7. Seleccidn del nimero de neuronas y épocas para la red neuronal.

Optimizador | Epoca | Neurona | Loss | Error absoluto medio
1 15 0,0711 0,2101
3 15 0,0290 0,1385
RMSPROP 5 15 0,0168 0,0964
10 15 0,0138 0.0848
15 15 0,0108 0,0720

Dependiendo del nimero de épocas y neuronas que se puede trabajar el error va disminuir,
en este caso se trabaja con 15 épocas y 15 neuronas, el cual se aproxima mucho a la curva de la

radiacion solar real, tal como se muestra en la Figura 4.24.

—— Consumo real
3 Epocas
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2023-02-08 2023-02-09 2023-02-10 2023-02-11 2023-02-12 2023-02-13 2023-02-14 2023-02-15
TIEMPO EN DIAS

Figura 4.24. Comportamiento de la radiacion solar en relacién al nimero de época.
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4.10. COMPARACION DE LOS MODELOS DE APRENDIZAJE AUTOMATICO

En la Tabla 4.8, se compara los modelos de aprendizaje automatico

Tabla 4.8. Comparacion de los modelos de aprendizaje automatico [22].

c REGRESION REDES
CARACTERISTICAS LINEAL SIMPLE GRU NEURONALES
Red neuronal recurrente Ders tipos,
TIPO DE MODELO Paramétrico, Lineal incluyendo RNN,
(RNN)
LSTM y otros

USO PRINCIPAL

MANEJO DE
TENDENCIA

DEPENDENCIAS
TEMPORALES

HIPERPARAMETROS

INTERPRETACION

RENDIMIENTO EN
DATOS PEQUENOS

CAPACIDAD DE
GENERALIZACION

VENTAJA

DESVENTAJA

Modelar
Relaciones
Lineales

Modela tendencia
lineal

No explicitas,
lineales

No aplica

Facil de
interpretacion de la
relacion lineal.
Bueno con
relaciones lineales
y pequefios
conjunto de datos
Limitada a
patrones lineales.
Simplicidad, facil
de interpretar,
rapido
entrenamiento.
Limitado a

relaciones lineales,
no maneja bien los
patrones no
lineales.

Secuencia de datos temporales

Capacidad limitada para
manejar tendencias complejas

Captura dependencias
temporales a través de las
unidades recurrentes

Menos hiperpardmetros para
ajustar

Intermediario en
interpretacion, basado en
conexiones recurrentes

Puede funcionar bien en datos
pequefios a medianos

Buena capacidad para
generalizar, pero  puede
sobreajustarse en datos
pequefios

Captura dependencias
temporales, adecuado para
datos secuenciales

Puede sufrir de problemas de
desvanecimiento/exploracion
de gradientes
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Datos complejos, no
lineales

Puede aprender
patrones mas complejos
y no lineales

Captura  dependencias
temporales complejas y
a largo plazo

Mayor cantidad de
hiperparametros  para
ajustar

Menos interpretable,
basado en la
complejidad de las capas
y conexiones

Puede necesitar grandes
conjuntos de datos para
un rendimiento optimo

Puede capturar patrones
complejos y generalizar
bien con suficientes
datos

Puede modelar patrones
complejos y no lineales

Necesita grandes
cantidades de datos,
més complejidad de
ajuste
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S. ANALISIS DE RESULTADOS

En esta seccion de la investigacion se presenta los resultados obtenidos de los modelos de
aprendizaje automatico, para posteriormente compararlos mediante métricas ya establecidas y

asi determinar cual de los modelos de aprendizaje automatico es el adecuado para predecir.

5.1. CASO DE ESTUDIO

Para la implementacion de los modelos de aprendizaje automatico con el objetivo de
pronosticar la radiacion solar, se utilizé software de codigo abierto en este caso el lenguaje de
programacién Python. La base de datos se obtuvo de la Estacion Meteorolégica Convencional
Miraflores en la Universidad Nacional de Piura. La base de datos de un afio de informacién
comprendida entre abril del 2022 hasta abril del 2023, con un tiempo de muestre de una hora
obteniendo un total de 8592 datos de la radiacion solar, en el cual el 20 % de los datos seran
utilizados para la validacion de los modelos de aprendizaje automatico, mientras que el 80 %
de los datos se utilizaran para el entrenamiento de los modelos de prediccion. Para determinar
la precision de los modelos de aprendizaje automatico, se evalta a cada una de los modelos
mediante métricas ya establecidas anteriormente como: Error Medio Absoluto (MAE), Error
Cuadratico Medio (MSE), Error Porcentual Absoluto Medio (MAPE) y el R?,

5.1.1. Analisis de prediccién para 1 dia

La Figura 5.1, proporciona la comparacion de los resultados obtenidos de los modelos de
aprendizaje automatico con respecto a la radiacion real, el anélisis que se realiza corresponde

al dia 2023/02/06. Para mas detalle revisar el anexo 8.

06/02,/2023 0200

mRADIACKIN REAL  m PREDICCION RLS PREDCICCION GRU  mPREDICCION RN

Figura 5.1. Resultados obtenidos de los modelos de prediccion durante el 2023/02/06.
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A continuacidn, en la Figura 5.2, se realiza un analisis del comportamiento de la radiacion

solar del dia 2023/02/06. El perfil rojo representa la radiacion solar real y el perfil azul

representa la prediccion, utilizando diferentes técnicas de aprendizaje automatico como: a)

regresion lineal simple, b) unidades recurrentes cerradas (GRU), ¢) redes neuronales.
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Figura 5.2. Técnicas de prediccion de la radiacién solar del dia 2023/02/06: a) Regresion lineal simple, b)
Unidades recurrentes cerradas (GRU), ¢) Redes neuronales.

En la Tabla 5.1, proporciona los resultados de las métricas de evaluacién implementadas:
Error Absoluto Medio (MAE), Error Cuadratico Medio (MSE) y el R?, para cada uno de las

técnicas de aprendizaje automatico para para predecir la radiacion solar.
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Tabla 5.1. Métricas de evaluacion del modelo Regresion Lineal Simple.

. Error absoluto medio Error cuadratico medio

Técnica R?

(MAE) (MSE)
Regresion lineal simple 22,773 0,9930 769,974
Unidades recurrentes

107,884 0,7875 26177,015
cerradas (GRU)
Redes neuronales 96,371 0,8486 18650,726

La comparacion de tres los modelos de pronostico de la radiacion solar, evaluados mediante
métricas de rendimiento, la regresion lineal simple exhibe un rendimiento general superior, con
un bajo error absoluto medio (MAE) de 22.773, un alto coeficiente de determinacion R? de
0.9930 y un error cuadratico medio (MSE) de 769.974. Por otro lado, el modelo de unidades
recurrentes cerradas (GRU) muestra un rendimiento menos favorable, con un MAE de 107.884,
un R? de 0.7875 y un MSE de 26177.015. Las redes neuronales presentan resultados
intermedios, con un MAE de 96.371, un R? de 0.8486 y un MSE de 18650.726. La Tabla 5.1,
valida que la mejor técnica de aprendizaje automatico para la prediccién de la radiacién solar

para un dia, es el modelo de la regresion lineal simple.

5.1.2. Analisis de prediccion para 1 semana

El andlisis que se realiza esta comprendido del 2023/02/13 hasta 2023/02/19, para comparar

los resultados obtenidos de los modelos de prediccion, como se muestra en la Figura 5.3.
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Figura 5.3. Resultados obtenidos de los modelos de prediccion durante el 2023/02/13 al 2023/02/19.
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En la Figura 5.4, se realiza un analisis del comportamiento de la radiacion solar de una
semana (2023/02/13 al 2023/02/19). El perfil rojo representa la radiacion solar real y el perfil

azul representa la prediccion, utilizando diferentes técnicas de aprendizaje automatico como: a)

regresion lineal simple, b) unidades recurrentes cerradas (GRU), ¢) redes neuronales.
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Figura 5.4. Técnicas de prediccidn de la radiacion solar de una semana (2023/02/13 al 2023/02/19): a)
Regresion lineal simple, b) Unidades recurrentes cerradas (GRU), ¢) Redes neuronales.

La Tabla 5.2, proporciona los resultados de las métricas de evaluacién implementadas: Error
Absoluto Medio (MAE), Error Cuadratico Medio (MSE) y el R?, para cada uno de las técnicas
de aprendizaje automatico para para predecir la radiacion solar. El analisis corresponde al lapso
de una semana (2023/02/13 al 2023/02/19).
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Tabla 5.2. Métricas de evaluacion para el modelo GRU.

. Error absoluto medio Error cuadratico medio

Técnica R?

(MAE) (MSE)
Regresion lineal simple 19,379 0,9937 525,963
Unidades recurrentes

88,450 0,7843 18032,076
cerradas (GRU)
Redes neuronales 84,443 0,8486 16082,952

La regresion lineal simple presenta el mejor rendimiento con un error absoluto medio (MAE)
de 19.379, un coeficiente de determinacion R? de 0.9937 y un error cuadratico medio (MSE) de
525.963. Por otro lado, las unidades recurrentes cerradas (GRU) muestran un rendimiento
inferior con un MAE de 88.450, un R? de 0.7843 y un MSE de 18032.076. Las redes neuronales
se sitGlan entre ambos modelos, con un MAE de 84.443, un R? de 0.8486 y un MSE de
16082.952. La Tabla 5.2, valida que el mejor modelo es la regresion lineal simple supera a los

modelos mas complejos en esta evaluacion especifica.

5.1.3. Analisis de prediccion para 1 mes

Se realiza un analisis de todo el mes de marzo del 2023, para comparar los resultados
obtenidos de cada modelo de aprendizaje automatico tal se muestra en la Figura 5.5. Para mas

detalle revisar el anexo 10.
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Figura 5.5. Resultados obtenidos de los modelos de prediccion durante todo el mes de marzo del 2023.
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La Figura 5.6, se procede a realizar un andlisis del comportamiento de la radiacion solar de
todo el mes de marzo correspondiente al 2023. El perfil rojo representa la radiacion solar real
y el perfil azul representa la prediccion, utilizando diferentes técnicas de aprendizaje automatico

como: a) regresion lineal simple, b) unidades recurrentes cerradas (GRU), c) redes neuronales.
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Figura 5.6. Técnicas de prediccion de la radiacion solar del mes de marzo del 2023: a) Regresion lineal
simple, b) Unidades recurrentes cerradas (GRU), ¢) Redes neuronales.

En la Tabla 5.3, proporciona los resultados de las métricas de evaluacion implementadas:
Error Absoluto Medio (MAE), Error Cuadratico Medio (MSE) y el R2, para cada uno de las
técnicas de aprendizaje automatico para para predecir la radiacion solar. El analisis corresponde
a todo el mes de marzo del 2023.
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Tabla 5.3. Métricas de evaluacion para el modelo de Redes Neuronales.

. Error absoluto medio Error cuadratico medio

Técnica R?

(MAE) (MSE)
Regresion lineal simple 20,6142 0,9937 592,233
Unidades recurrentes

93,954 0,7720 21512,167
cerradas (GRU)
Redes neuronales 93,878 0,7912 19705.396

En términos de rendimiento, la regresion lineal simple continGa siendo la opcién mas
efectiva entre los tres modelos evaluados. La regresion lineal presenta un bajo Error Absoluto
Medio (MAE) de 20.6142, un alto coeficiente de determinacion R? de 0.9937, y un Error
Cuadratico Medio (MSE) de 592.233, indicando una precisa capacidad predictiva y una
explicacion sustancial de la variabilidad en los datos. En contraste, las unidades recurrentes
cerradas (GRU) y las redes neuronales exhiben mayores MAE y MSE, junto con R? mas bajos.
La GRU tiene un MAE de 93.954, R? de 0.7720 y MSE de 21512.167, mientras que las redes
neuronales tienen un MAE de 93.878, R? de 0.7912 y MSE de 19705.396. Estos resultados
refuerzan la superioridad de la regresion lineal simple en términos de precision y capacidad

explicativa en esta evaluacion especifica.

63



UNIVERSIDAD TECNICA DE COTOPAXI — CARRERA DE ELECTRICIDAD

6. CONCLUSIONES Y RECOMENDACIONES

6.1. CONCLUSIONES

En virtud de lo expuesto en el estado de arte, se identifica los métodos de aprendizaje
automatico para la prediccion de la radiacion solar, cabe destacar que los modelos de pronostico
basados en técnicas de aprendizaje automatico como: regresion lineal simple, GRU y redes
neuronales, muestran un potencial significativo para realizar pronésticos precisos. Un aspecto
destacable es la importancia de la disponibilidad y flexibilidad de software de codigo abierto

que facilite la implementacion exitosa de modelos prediccion.

La construccion y evaluacion de modelos de pronéstico, tales como: regresion lineal simple,
GRU, y redes neuronales, ha permitido una comprension mas profunda del comportamiento de
la radiacion solar a través del analisis de datos historicos. La diversidad de enfoques, desde
métodos tradicionales como regresion lineal hasta modelos mas complejos como GRU y redes
neuronales, ha revelado diferentes perspectivas y potencialidades para mejorar la precision en

los prondsticos.

Mediante las métricas de evaluacién del rendimiento y precision, el que mejor destaca en los
tres escenarios de analisis, es el modelo de regresion lineal simple debido a su consistente
desempefio superior en diversas métricas. Con un bajo Error Absoluto Medio (MAE = 19,379),
alto Coeficiente de Determinacion (R? = 0,9937) cercano a 1, y el Error Cuadratico Medio
(MSE = 525,963) mas bajo en todas las instancias, esta técnica demuestra ofrecer predicciones
mMAas precisas y un ajuste robusto. La estabilidad en su rendimiento sugiere que la sencillez y

linealidad de la regresion lineal simple son apropiadas y eficientes para tipo de analisis.

En conclusion, la Regresiéon Lineal Simple destaca como la opcién més acertada para
predicciones a corto plazo, evidenciada por su bajo Error Absoluto Medio (MAE) y alto
Coeficiente de Determinacion (R?), por ende estas métricas validan un ajuste sélido y precision
en el corto plazo, por otro lado, para predicciones a largo plazo, las Unidades Recurrentes
Cerradas (GRU) y las Redes Neuronales podrian ser consideradas, aunque tienen un MAE y un
R% mas bajos que la Regresion Lineal Simple, pueden capturar patrones temporales mas

complejos y no lineales, lo que podria ser beneficioso para predicciones a largo plazo.
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6.2. RECOMENDACIONES

Se recomienda utilizar otros modelos de aprendizaje automatico como: Redes Neuronales
Convolucionales (CNN) para datos de series temporales, o0 modelos de series temporales
especificos como ARIMA o Prophet. Estos enfoques pueden capturar patrones mas complejos

en los datos y ofrecer perspectivas adicionales en comparacién con modelos mas simples.

El uso de otros softwares libres puede ser beneficiosos tales como: KNIME, Rstdio, Orange
0 H20.ai. Cada una tiene caracteristicas Unicas y puede ofrecer diferentes enfoques para el

andlisis de datos y la construccion de modelos de aprendizaje automatico.

Es posible llevar a cabo este tipo de investigacion en entornos de software privativos como
MATLAB, ya que es conocido por su versatilidad en aplicaciones cientificas y de ingenieria,

también ofrece funciones y herramientas avanzadas para analisis de datos y modelado.

También es recomendable implementar el algoritmo de las series temporales con la
simulacion de Montecarlo, ya que este algoritmo nos permitio rellenar los datos faltantes de

nuestra base de datos y asi tener los datos adecuados para el estudio.
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Anexo 2: Programacion del modelo de regresion lineal.

# Importar bibliotecas

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

from sklearn.linear model import LinearRegression

from sklearn.metrics import mean squared error, r2 score, mean_absolute error
from sklearn.preprocessing import MinMaxScaler

from datetime import datetime

# Importar datos
data = pd.read_excel( DATA_RADIACION.x1lsx')
print({data)

# Division de datoes

division = int(@.2 * datos concatenado.shape[8])
datos test = datos concatenado[-division:]

datos _train = datos_concatenado[:-division]

# Entrenamiento del modelo
time step = 1

X _train = []

Y _train = []

m = len{datos train scaled)

for i in range(time step, m):
¥ _train.append(datos train scaled[i - time step:i, 8])
Y _train.append(datos train scaled[i, 8])

X _train, ¥ _train = np.array(X _train), np.array(¥_train)
X _train = X_train.reshape(-1, time step)

# Modelo Lineal
modelo = LinearRegression()
modelo.fit({X train, ¥ _train)

# Datos de prueba
¥ _test = datos test.values
%X _test scaled = sc.transform(x_test)
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# Organizar datos de prueba
X _test = []
for i in range(time step, len(x test scaled)):
X _test.append(x_test scaled[i - time step:i, 8])

X _test = np.array(X _test)
X _test = X _test.reshape( (X _test.shape[e], X _test.shape[1l]))

# Realizar predicciones
prediccion = modelo.predict(X test)
prediccionl = sc.inverse_transform{prediccion.reshape(-1, 1))

from sklearn.linear_model import LinearRegression
from sklearn.metrics import mean_absolute error

# Crear y entrenar el modelo
modelo = LinearRegression()
modelo.fit(X train, ¥Y_train)

# Realizar predicciones en datos de prueba
prediccion = modelo.predict(X_test)
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Anexo 3: Programacion del modelo GRU

# Importancio de Librerias

import numpy as np

import pandas as pd

import matplotlib.pyplot as plt

from sklearn.preprocessing import LabelEncoder

from sklearn.model selection import train_test split
import keras

from keras.models import Sequential

from keras.layers import Dense, Activation, Dropout
from sklearn.metrics import mean squared error, mean_absolute error, r2 score
import plotly.express as px

import os

from datetime import datetime

# Lectura de datos
data = pd.read excel( 'DATA RADIACION.x1sx')

data

#DIVISION DE DATOS
#Dividir los datos de entrenamiento y de test

#Tomamos el 28% de los datosfinales como conjunto de prueba y el resto como conjunto de entrenamiento.
size = int(®@.2*data_final.shape[@])}

data_test = data_final[-size:]

data_train = data_final[:-size]

#Tenemos que entrenar la red por blogues de datos
#Tomamos blogues de 1 datos consecutivos
time_step = 1
¥_train = [] #lLista de conjuntos de 68 datos
¥_train = []
m = len(data_train_scaled)
for i in range(time_step, m):
X_train.append(data_train_scaled[i-time_step:i, @]) #Guardamos 6@ valores
Y_train.append(data_train_scaled[i, 8]) #Buscamos predecir el dato time step + 1, no la var potencia
¥_train, Y_train = np.array(X_train), np.array(¥_train) #Usamos np por reshape y optimizacion
¥_train.shape, Y_train.shape

¥_train = np.reshape(X_train, (X_train.shape[@], X_train.shape[1], 1)) #Agregamos una nueva dimension
¥_train.shape, Y_train.shape
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from keras.layers import Dense, Activation, Dropout

def basic_GRU(optimizador, unidades, epocas):

input_dim = (X_train.shape[1],X_train.shape[2])
output_dim = 1
num_unidades = unidades

model = Sequential()

model.add(GRU(units=num_unidades, return_sequences = True, input_shape=(input_dim))) # 256, return_sequences = True
# model.add(GRU(units=256, recurrent_dropout = ©.2)) #, return_sequences = True
model.add(Dropout(@8.5))

model.add(GRU(units=num_unidades, input_shape=(input_dim)))

#model. add (Dense(128))

model.add(Dense(32, activation="relu'))

# model.add(Dense(32))

model.add(Dropout(@8.5))

model.add(Dense(1,activation="sigmoid"))

model.compile(optimizer= optimizador, loss="mse', metrics = ['mean_absolute_error'])
history = model.fit(X_train, Y_train, epochs = epocas, batch_size = 128)

return model, history

#ADAM LOS MEJORES RESULTADOS

model, history = basic GRU({optimizador = 'adam’, unidades = 18, epocas = 18)
#Guardamos el modelo para no tener que entrenar otra vez para probar
model.save( "MODELOS GRU/model.h5")

model = keras.models.load model( MODELOS GRU/model.h5")

prediccion = predDataTest(model)

% _test = data test.wvalues
x_test = sc.transform{x_test)
# # x_test

¥ _test = []

for 1 in range(time step, len(x test)):
¥_test.append(x_test[i-time_step: i, 8])

¥_test= np.array(X_test)

¥ _test = np.reshape(X_test, (X test.shape[8], X test.shape[l], 1))

¥_test.shape

prediccion = model.predict(X test)

prediccion = sc.inverse transform{prediccion)

len(prediccion)
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Anexo 4: Programacion de las redes neuronales

# Importar las Librerias

import numpy as np

import pandas as pd

import matplotlib.pyplot as plt

from sklearn.preprocessing import LabelEncoder

from sklearn.model selection import train_test split
import keras

from keras.models import Sequential

from keras.layers import Dense, Activation, Dropout
from sklesarn.metrics import mean_squared error

# Lectura de datos
data = pd.read excel( 'DATA RADIACION.x1sx')
data

#Tenemos gue entrenar la red por blogues de datos

#Time_step es el tamafio del bloque

#Cada n datos genera una salida

#Tomamos bloques de 60 datos consecutivos

time_step = 1

X_train = [] #lista de conjuntos de 60 datos

¥_train = []

m = len(data_train_scaled)

for i in range(time_step, m):
¥X_train.append(data_train_scaled[i-time_step:i, 8]) #Guardamos 68 valores
¥_train.append(data_train_scaled[i, ©]) #Buscamos predecir el dato time_step + 1, no la var potencia

X_train, ¥_train = np.array(X_train), np.array(¥Y_train) #Usamos np por reshape y optimizacion

X_train.shape, Y_train.shape

X_train = np.reshape(X_train, (X_train.shape[@], X_train.shape[1], 1)) #Agregamos una nueva dimension
X_train.shape, ¥Y_train.shape

#Llevamos de dos a 3 dimensiones nuestro arreglo
X_train = np.reshape(X_train, (X_train.shape[@], X_train.shape[1], 1)) #Agregamos una nueva dimension
X_train.shape, Y_train.shape

#IMPLEMENTACION DEL MODELO

def NN_LSTM(optimizador, neuronas, epocas):
dim_entrada = (X_train.shape[1],X_train.shape[2])
dim_salida = 1
AUM_Neuronas = neuronas

model = Sequential()

model.add({LSTM{units=num_neuronas, return_sequences = True, input_shape=dim_entrada))
model.add(Dropout(@.4))

model . add(LSTM{units=num_neuronas})

model . add({Dropout (8.2))

model . add({Dense(units = dim_salida))

# model.add(activation ="linear")

model.compile(optimizer= optimizador, loss="mse', metrics = ['mean_absclute_error']) #mean_squared_error

#Entrenamiento
history = model.fit(X_train, Y_train, epochs = epocas, batch_size = 128)
return model, history
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#rmsprop LOS MEJORES RESULTADOS

model, history = NN_LSTM{optimizador = 'rmsprop', neuronas = 15, epocas = 15)
#Guardamos el modelo para no tener que entrenar otra vez para probar
model.save( 'modelos/model.h5")

# Codigo para realizar el andlisis diario, semanal y mensual
#Los primeros dias de la prediccion
semana_estudio_test_pred = data_test _pred[
data test pred.index.get loc('2823-82-13 ©8:88:80"):
data test pred.index.get loc('2823-82-19 23:868:88")]

semana_estudio_test = semana_estudio test pred['RADIACION']
semana_estudio_pred = semana_estudio test pred['RADIACION PRED']
# semana_estudio pred
plt.figure({figsize={18,6))
plt.plot(semana_estudio pred,
color="blue",
label="Datos Predecidos')
plt.suptitle( " COMPORTAMIENTO DE LA RADIACION SOLAR (1 DIA)",
fontsize = 18,
fontweight = "bold’,
fontfamily="serif")
plt.legend()
plt.xlabel( ' Tiempo', fontsize=15, fontfamily='serif')
plt.ylabel('Radiacion Sclar [kW/m*2]', fontsize=15, fontfamily="serif')
plt.legend()

# Guardar el grafico en la carpeta 'graficos’ como un archivo PNG
plt.savefig(os.path.join{carpeta graficos, 'radiacion predecida.png’))
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Anexo 5: Resultados obtenidos del modelo Regresién Lineal Simple para 1 dia.

DIA/HORA RADIACION_REAL |RLS_PREDICCION
2023-02-06 00:00:00 0 17,615
2023-02-06 01:00:00 0 17,615
2023-02-06 02:00:00 0 17,615
2023-02-06 03:00:00 0 17,615
2023-02-06 04:00:00 0 17,615
2023-02-06 05:00:00 0 17,615
2023-02-06 06:00:00 32 47,080
2023-02-06 07:00:00 129 136,395
2023-02-06 08:00:00 283 278,196
2023-02-06 09:00:00 702 664,003
2023-02-06 10:00:00 896 842,634
2023-02-06 11:00:00 972 912,614
2023-02-06 12:00:00 971 911,693
2023-02-06 13:00:00 789 744,111
2023-02-06 14:00:00 530 505,629
2023-02-06 15:00:00 332 323,314
2023-02-06 16:00:00 1772 180,593
2023-02-06 17:00:00 48 61,812
2023-02-06 18:00:00 1 18,535
2023-02-06 19:00:00 0 17,615
2023-02-06 20:00:00 0 17,615
2023-02-06 21:00:00 0 17,615
2023-02-06 22:00:00 0 17,615
2023-02-06 23:00:00 0 17,615
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simple para 1 dia.

Anexo 6: Resultados obtenidos del modelo Unidades Recurrentes Cerradas (GRU)

DIA/HORA RADIACION REAL | GRU_PREDICCION
2023-02-06 00:00:00 0 18,928
2023-02-06 01:00:00 0 18,928
2023-02-06 02:00:00 0 18,928
2023-02-06 03:00:00 0 18,928
2023-02-06 04:00:00 0 18,928
2023-02-06 05:00:00 0 18,928
2023-02-06 06:00:00 32 18,928
2023-02-06 07:00:00 129 24,733
2023-02-06 08:00:00 283 56,111
2023-02-06 09:00:00 702 219,101
2023-02-06 10:00:00 896 663,696
2023-02-06 11:00:00 972 708,708
2023-02-06 12:00:00 971 720,998
2023-02-06 13:00:00 789 720,853
2023-02-06 14:00:00 530 686,482
2023-02-06 15:00:00 332 606,260
2023-02-06 16:00:00 1772 317,973
2023-02-06 17:00:00 48 85,805
2023-02-06 18:00:00 1 28,299
2023-02-06 19:00:00 0 19,086
2023-02-06 20:00:00 0 18,928
2023-02-06 21:00:00 0 18,928
2023-02-06 22:00:00 0 18,928
2023-02-06 23:00:00 0 18,928
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Anexo 7: Resultados obtenidos del modelo de Redes Neuronales para 1 dia.

DIA/HORA RADIACION_REAL | RN_PREDICCION
2023-02-06 00:00:00 0 27,368
2023-02-06 01:00:00 0 27,368
2023-02-06 02:00:00 0 27,368
2023-02-06 03:00:00 0 27,368
2023-02-06 04:00:00 0 27,368
2023-02-06 05:00:00 0 27,368
2023-02-06 06:00:00 32 27,368
2023-02-06 07:00:00 129 54,268
2023-02-06 08:00:00 283 137,156
2023-02-06 09:00:00 702 271,596
2023-02-06 10:00:00 896 634,320
2023-02-06 11:00:00 972 790,054
2023-02-06 12:00:00 971 847,704
2023-02-06 13:00:00 789 846,959
2023-02-06 14:00:00 530 705,570
2023-02-06 15:00:00 332 488,124
2023-02-06 16:00:00 1772 314,722
2023-02-06 17:00:00 48 178,778
2023-02-06 18:00:00 1 67,807
2023-02-06 19:00:00 0 28,205
2023-02-06 20:00:00 0 27,368
2023-02-06 21:00:00 0 27,368
2023-02-06 22:00:00 0 27,368
2023-02-06 23:00:00 0 27,368
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Anexo 8: Comparacién de los resultados obtenidos a partir de los modelos de

aprendizaje automatico en el analisis correspondiente al dia (2023/20/06).

DIA/HORA RALéléAAE:IJON PREI??IESCION PREI(DBII;ZSION PRED&%CION
2023-02-06 00:00:00 0 17,615 18,928 27,368
2023-02-06 01:00:00 0 17,615 18,928 27,368
2023-02-06 02:00:00 0 17,615 18,928 27,368
2023-02-06 03:00:00 0 17,615 18,928 27,368
2023-02-06 04:00:00 0 17,615 18,928 27,368
2023-02-06 05:00:00 0 17,615 18,928 27,368
2023-02-06 06:00:00 32 47,080 18,928 27,368
2023-02-06 07:00:00 129 136,395 24,733 54,268
2023-02-06 08:00:00 283 278,196 56,111 137,156
2023-02-06 09:00:00 702 664,003 219,101 271,596
2023-02-06 10:00:00 896 842,634 663,696 634,320
2023-02-06 11:00:00 972 912,614 708,708 790,054
2023-02-06 12:00:00 971 911,693 720,998 847,704
2023-02-06 13:00:00 789 744,111 720,853 846,959
2023-02-06 14:00:00 530 505,629 686,482 705,570
2023-02-06 15:00:00 332 323,314 606,260 488,124
2023-02-06 16:00:00 172 180,593 317,973 314,722
2023-02-06 17:00:00 48 61,812 85,805 178,778
2023-02-06 18:00:00 1 18,535 28,299 67,807
2023-02-06 19:00:00 0 17,615 19,086 28,205
2023-02-06 20:00:00 0 17,615 18,928 27,368
2023-02-06 21:00:00 0 17,615 18,928 27,368
2023-02-06 22:00:00 0 17,615 18,928 27,368
2023-02-06 23:00:00 0 17,615 18,928 27,368
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Anexo 9: Comparacién de los resultados obtenidos a partir de los modelos de

aprendizaje automatico en el analisis correspondiente a una semana (2023/02/13 a

2023/02/19).

DIA/HORA RAI;II?ACLION PRE%IESCION PREI(DBII;ZSION PRED&ECION
15/02/2023 0:00 0 17,615 17,474 27,368
15/02/2023 1:00 0 17,615 17,474 27,368
15/02/2023 2:00 0 17,615 17,474 27,368
15/02/2023 3:00 0 17,615 17,474 27,368
15/02/2023 4:00 0 17,615 17,474 27,368
15/02/2023 5:00 0 17,615 17,474 27,368
15/02/2023 6:00 0 17,615 17,474 27,368
15/02/2023 7:00 4 21,298 18,073 27,368
15/02/2023 8:00 78 89,436 33,818 30,717
15/02/2023 9:00 199 200,85 94,366 93,344
15/02/2023 10:00 331 322,393 289,878 197,956
15/02/2023 11:00 631 598,627 651,035 313,841
15/02/2023 12:00 395 381,323 436,937 574,719
15/02/2023 13:00 895 841,714 718,175 370,169
15/02/2023 14:00 347 337,126 324,495 789,282
15/02/2023 15:00 153 158,494 63,546 327,93
15/02/2023 16:00 82 93,119 34,983 157,926
15/02/2023 17:00 41 55,367 24,713 96,763
15/02/2023 18:00 31 46,159 22,705 61,877

15/02/2023 19:00 5 22,219 18,226 53,423
15/02/2023 20:00 0 17,615 17,474 31,555
15/02/2023 21:00 0 17,615 17,474 27,368
15/02/2023 22:00 0 17,615 17,474 27,368
15/02/2023 23:00 0 17,615 18,928 27,368
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Anexo 10: Comparacion de los resultados obtenidos a partir de los modelos de

aprendizaje automatico en el analisis correspondiente a todo el mes de marzo del 2023.

RADIACION | PREDICCION | PREDICCION | PREDICCION

DIAHORA REAL RLS GRU RN
2023-03-01 00:00:00 0 17,615 17,474 27,368
2023-03-01 01:00:00 0 17,615 17,474 27,368
2023-03-01 02:00:00 0 17.615 17,474 27.368
2023-03-01 03:00:00 0 17,615 17,474 27,368
2023-03-01 04:00:00 0 17.615 17,474 27,368
2023-03-01 05:00:00 0 17,615 17,474 27,368
2023-03-01 06:00:00 11 27743 17,474 27,368
2023-03-01 07:00:00 171 175,068 19,172 36,587
2023-03-01 08:00:00 413 397,897 73,993 173,558
2023-03-01 09:00:00 546 520,361 480,613 385,986
2023-03-01 10:00:00 547 521,282 618,803 501,960
2023-03-01 11:00:00 561 534,173 619,282 502,824
2023-03-01 12:00:00 609 578,370 625,912 514,895
2023-03-01 13:00:00 631 508,627 643,526 556,020
2023-03-01 14:00:00 859 808,566 651,035 574,719
2023-03-01 15:00:00 700 662,161 711,345 761,262
2023-03-01 16:00:00 417 401,580 672,604 632,658
2023-03-01 17:00:00 150 155,732 489,842 389,499
2023-03-01 18:00:00 27 42,476 61,967 155,325
2023-03-01 19:00:00 0 17,615 21,949 50,049
2023-03-01 20:00:00 0 17.615 17,474 27,368
2023-03-01 21:00:00 0 17,615 17,474 27,368
2023-03-01 22:00:00 0 17.615 17,474 27,368
2023-03-01 23:00:00 0 17,615 17,474 27,368
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