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RESUMEN

La investigacion presenta un modelo de prediccion de generacion fotovoltaica
utilizando Machine Learning y una de sus principales maquinas de aprendizaje
“Random Forest”, esta investigacion tuvo lugar en La Hacienda “La Campifia”
ubicada en la parrogquia Mulalé que pertenece al cantdn Latacunga, donde se realizd
la toma de datos reales de Irradiacidn solar y Temperatura en el Lapso del afio 2020
con un instrumento de medicién Ilamado piranémetro Solar Power Meter SM206.
El modelo de prediccién fue creado en Python y las variables de mayor incidencia.
Este modelo realiza una prediccion de la variable Potencia, fue entrenado con las
variables de Irradiacion solar y Temperatura el proceso consiste en ingresar las
variables primero de un dia cualquiera para predecir una variable seleccionada de
otro dia, aqui tomamos datos del dia 01 de enero para su entrenamiento y
predecimos el dia 20 del mismo mes con la mayor cantidad de datos de variables
para tener un error que se encuentra entre los margenes permisibles y garantice la
eficiencia del modelo de la misma manera se realiz6 la prediccién de un mes
completo donde se entrend con datos del mes marzo para llegar a predecir mayo.
La eficiencia en la prediccion diaria es del 91,41% y la mensual del 94,47%, la
prediccion mensual llega a ser mas efectiva debido a que contiene mayor nimero
de datos de cada variable por ende el desempefio en el entrenamiento es mas
rentable, cabe recalcar que este modelo utiliza 1 000 Arboles de decision.

PALABRAS CLAVE: Sistema Fotovoltaico, Machine Learning, Algoritmo,
Arbol de decisién, Prediccion, Variable estocastica.
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ABSTRACT

The research presents a photovoltaic generation prediction model using Machine
Learning and one its main "Random Forest" learning machines, this research took place
in the "La Campifia" farming, located in the Mulalé parish, what belonging to the
Latacunga canton, where carried out the solar irradiation real data collection and
temperature in the 2020 year period with a measuring instrument called Solar Power
Meter SM206 piranometro. The prediction model was created in Python and the
variables with the highest incidence. This model makes a Power variable prediction, it
was trained with the Solar Irradiation variables and Temperature, the process consists of
entering the variables, first of any given day to predict a another day chosen variable,
here, it takes data from January 1 to its training and it predicts the same month 20th
with the variable data largest amount to have an error, which is within the permissible
margins and ensure the model efficiency, in the same way, it was made the a complete
month prediction, where it trained with data from the March month to predict May. The
efficiency in the daily prediction is 91.41% and the monthly 94.47%, the monthly
prediction becomes more effective, because it contains a data greater number each
variable, therefore, the training performance is more profitable, it should be noted,
which this model uses 1000 decision trees.

KEYWORDS: Photovoltaic system, machine learning, algorithm, random forest,
prediction, stochastic varible.
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INTRODUCCION

Antecedentes:

Como se conoce la electricidad es indispensable en la humanidad, paises han
logrado desarrollos increibles gracias a la energia eléctrica. La generacion
convencional de electricidad se ha venido dando con el uso de energias fosiles, pero
es materia que produce contaminacion y las reservas se comienzan a agotar, es por
ello que se ha dado luz verde a las energias alternativas que se encuentran de una
manera infinita en el planeta, entre estas energias existe la fotovoltaica que es emita
por el sol en forma de irradiacion, con metodologias y estudios actuales se esta
aprovechando aunque van apareciendo problematicas para ser utilizada de una

manera adecuada [1] [2].

Mediante este previo analisis se llega a la problematica existente en haciendas ya
gue se construyen a distancia largas de la poblacion con un fin turistico, esto
conlleva a la aparicidn de inconvenientes para abastecerse de servicios basicos entre
ellos la electricidad que cumple un rol muy importante por su eficiencia y
disponibilidad, ya que brinda iluminacion y energia para la produccion de
alimentos. Para cubrir esta problematica se ha comenzado a invertir en energias
alternativas por su facilidad de implementacion y el costo es méas bajo que llevar

energia eléctrica desde una fuente alimentadora [3].

La irradiacion solar llega de una manera continua al planeta pero no es constante es
decir va variando de acuerdo a la hora del dia o la estacion que nos encontremos, al
realizar modelos de sistemas fotovoltaicos no se toma muy en cuenta los parametros
nombrados previamente y con el tiempo da problemas ya que cuando existe el
evento del sombreado la generacion del sistema no cubre la carga del lugar o0 en un
caso contrario al tener una excesiva irradiacién no tener como almacenar para ser
utilizada al ser necesaria, mediante este suceso la presente investigacion basa su
estudio en un algoritmo que ayuda a predecir el comportamiento de la irradiacion

solar para ser aprovechada en su totalidad [4].



Como se menciono anteriormente la irradiacion solar llega de una manera variable
a la tierra esto ocurre que no sea predecible al momento de realizar una modelacion
de sistemas fotovoltaicos, esto produce en disefiadores un mal dimensionamiento
en los equipos a utilizar para el sistema, para contrarrestar este contingente se
analiza los algoritmos de prediccion basados en redes neuronales que son parte de

la inteligencia artificial [5].

En Inteligencia artificial su principal rama o subconjunto para trabajar en prediccién
de datos es Machine Learning, que mediante un aprendizaje supervisado usa un
algoritmo interno de red neuronal para los datos de entrada irlos clasificando en
clusteres y entrenandoles para tener una salida o una respuesta deseada, similar a la

ingresada [19].

La presente simulacion se elabor6 en el software Python (Colaboratory),
herramienta computacional que tiene un sin nimero de usos, pero en este caso fue
elegido por las librerias que posee entre ellas una de las mas importante la
Inteligencia Artificial que en la actualidad esta siendo muy empleada en la parte de

energias fotovoltaicas que es el area que se necesitd para este proyecto.



Planteamiento del problema:

La hacienda “La Campifna” ubicada en la parroquia Mulald, no consta con energia
eléctrica por la distancia a la que se encuentra y el gasto que produce transportarla
desde el ramal mas cercano, por este motivo se optado por otro tipo de energia, pero
para ser implementada se debe hacer un previo estudio que garantice la viabilidad
de esta. En la actualidad no existe un estudio de irradiacion solar en la parroquia
Mulalé que permita realizar la prediccion de generacion fotovoltaica basado en

aplicacion de Machine Learning.

Machine Learning ayudara a predecir la falta o exceso de irradiacion solar
empleando un algoritmo de prediccion basado en “Random Forests” y datos
previamente obtenidos de medicion en el lugar. Al no realizar un estudio previo no
se conocera la factibilidad para la implementacién de este tipo de energias en la
Hacienda “La Campina” parroquia Mulalo, esto conlleva a no cubrir la demanda
gue es necesaria. Por ende, el usuario, debera implementar elementos adicionales
de generacidn térmica que representa mayor gasto, o cuando exista una excesiva de
potencial de irradiacion solar no tener el nimero de baterias adecuadas para

almacenarla y utilizarle cuando sea necesario.

Formulacion del problema:

¢Qué tan rentable es la aplicacion de energias fotovoltaicas para cubrir la demanda

diaria de la Hacienda “;La Campifa”, mediante el andlisis de irradiacion solar?



Objetivo General:

Analizar el potencial de irradiacion solar mediante la aplicacion de un algoritmo

de prediccion que permita conocer el comportamiento de la generacion

fotovoltaica y comparar con la variable real.

Obijetivos Especificos:

e Realizar una investigacion bibliografica para determinar conceptos que van

a ser aplicados y de ayuda en el estudio.

e Adquirir datos del potencial de irradiacion solar en un lapso de tiempo para

andlisis del comportamiento variable.

e Elaborar un algoritmo de prediccion para el analisis de irradiacion solar

mediante la aplicaciébn de Machine Learning y su modelo predictivo

“Arboles de decision”.

e Realizar la validacion del método aplicado mediante analisis comparativo.

Sistemas de tareas en relacién a los objetivos especificos:

Tabla 1: Sistemas de tareas en relacion a los objetivos especificos:

o Descripcion de la
Objetivos . Resultado de la o o
. Actividad (tareas) o actividad (técnicas e
especificos actividad )
instrumentos)
Investigacion Base de fichas| o
1 L L Técnica del fichaje
Bibliografica bibliograficas.
Recopilacion  de _ o
Potencial de irradiacion |
2 datos Técnica de campo.
solar.
Machine Learning
Elaborar un )
) aplicado a laj . )
3 algoritmo de . Técnica experimental.
o generacion
prediccion

fotovoltaica.




Realizar la
validacion del

método aplicativo

Optimizacion

algoritmo.

del

Técnica experimental.




Justificacién

En la actualidad la energia renovable se esta aplicando con mayor frecuencia ya que
es mas conveniente su aplicacion en lugares muy distantes donde no se accede a
energia eléctrica 0 es muy costosa llevarla. Este es el caso de la Hacienda "La
Campifia" ubicada en la parroquia Mulalé perteneciente al Canton Latacunga,
Provincia de Cotopaxi que para tener energia la red eléctrica se encuentra muy
distante y esto conlleva a realizar una gran inversién en ser trasladada, la manera
mas factible para tener energia eléctrica es utilizando energias alternativas como la
energia fotovoltaica. Pero para implementar un sistema fotovoltaico se debe realizar

un previo estudio de campo sobre optimizacion y factibilidad.

El presente proyecto se elabord con una previa obtencion de datos en la Hacienda
"La Campifia" ubicada en la parroquia Mulal6, con el objetivo de elaborar un
algoritmo que ayude a optimizar datos y predecir el potencial de la irradiacién solar
con la aplicacion de Machine Learning y la técnica estadistica llamada “Arboles de
decision”. Con este proyecto se pretende realizar un analisis del potencial de
radiacion solar existente en el lugar mediante un algoritmo de prediccion esto
ayudard a establecer estudios superiores de redisefio fotovoltaico, seleccion y

optimizacion.

Ademas, con el presente estudio tendra una base de datos reales, estos datos
beneficiaran a disefladores para posteriores implementaciones de sistemas
fotovoltaicos, seleccionando los materiales y elementos de manera éptima que

cubran el potencial de la carga requerida.

Hipdtesis

Analizando la irradiacion solar, temperatura y la demanda por meses en La
Hacienda “La Campifia”, se crea un algoritmo de prediccion, basado en Machine
Learning utilizando una de sus principales modelos de prediccion como Arboles de

decision, con dicho modelo podemos conocer si es viable o no la implementacion

de un sistema fotovoltaico.



CAPITULO I
FUNDAMENTACION TEORICA- METODOLOGICA

1.1 Antecedentes de la investigacion o fundamentacion del estado del arte.

En el actual capitulo, se visualizan antecedentes tedricos necesarios en la
investigacion que ayudan a llegar a los resultados deseados. El principal tema que
se va a tratar es algoritmos de prediccion en sistemas fotovoltaicos, estos temas se

los analiza considerando la irradiacién solar.

Mediante el estudio de los recursos renovables, la facilidad de su implementacion
y los beneficios que brindan el presente proyecto, basa su estudio en irradiacion
solar como materia prima para proyectos fotovoltaicos, como se conoce la
irradiacion llega de una manera continua al planeta, pero no es aprovechada
adecuadamente, por este motivo se elabor6 un algoritmo que me ayude a predecir
y optimizar la irradiacion solar, mediante una base de datos previa obtenida en el
lugar del estudio. Las energias renovables son puras no producen dafio al medio

ambiente.

Desde la antigiiedad la energia solar fue aprovechada de una manera basica como
fuente de calor y luz para realizar construcciones. El autor [6] menciona que en afios
anteriores las energias renovables han sido la solucién para los efectos del
calentamiento global, el uso de combustibles fosiles que no son renovables y
producen didxido de carbono (C0,) esta emision es la causante de la elevacion de
temperatura promedio anual en la atmdsfera. Las plantas de generacion a partir de
energias renovables son competitivas con respecto a las plantas cuya materia prima
son los recursos fosiles [7]. Mediante el estudio que se ha venido realizando para
introducir las energias renovables a los sistemas convencionales de generacion para
el beneficio de la poblacion y que lleguen a reemplazarlos debido a los efectos

negativos mencionados anteriormente.



El cerebro es el 6rgano méas importante del ser humano mediante el logramos
apreciar imagenes, sonidos, olores y sabores. En él se guarda un sin nimero de
recuerdos, emociones y permite sofiar. Con esta vision el ser humano con el pasar
del tiempo ha buscado y desarrollado maquinas que cumplan actividades similares,
e incluso programas en softwares que ayudan a anticiparnos a un acontecimiento
gue vaya a suceder empleando Inteligencia Artificial (IA). No se puede definir
adecuadamente a la IA pero los autores [8] argumentan que es la capacidad que
tienen un individuo para actuar de una manera ordenada, la IA se divide en varios
subramas de estudio entre ellas se encuentra Machine Learning que es la empleada

en el presente estudio junto con algoritmos de optimizacion.

Mediante el software Python creado en el centro para las matematicas y la
informatica por Guido Van Rossum en los Paises Bajos con el objetivo de generar
ideas y para ser empleadas por programadores en diversos campos comerciales,
sociales y proporciona resultados completos y deseables [9], este Software fue
elegido para llegar a los resultados planteados mediante una de sus principales
librerias como Machine Learning que, con datos reales obtenidos anteriormente y
un modelo de prediccion arroja datos similares a los ingresados para que en una
futura implementacion del sistema fotovoltaico la demanda del lugar sea solventada

en su totalidad.

1.2 Fundamentacién Tedrica

1.2.1 Sistemas fotovoltaicos

La tecnologia solar fotovoltaica (FV) radica en la conversion directa de la radiacion
solar en electricidad, esta conversion es realizada por una celda solar cuya unidad
béasica es efecto fotovoltaico. La energia solar fotovoltaica esta empleada en una
amplia gama de aplicaciones donde se necesita producir electricidad para satisfacer
las necesidades energéticas de quienes no tienen red eléctrica (sistema fotovoltaico
autbnomo) o para generar energia para la red eléctrica (sistema fotovoltaico
conectado a la red). Los sistemas fotovoltaicos son una solucién factible a lugares

remotos, el montaje de sistemas fotovoltaicos domiciliarios o en pueblos, ayudan a



dar una vida méas cdmoda a la poblacion. La luz de origen solar consta de un
conjunto de radiaciones electromagnéticas con alta frecuencia, que lleva el nombre
de espectro luminoso. La intensidad de la radiacion luminosa cambia si aumenta o
disminuye su frecuencia. La Figura 1.1, indica el comportamiento del espectro
luminoso. [1] [10] [11].

Mivel de Radiscion

Espectra

Wisible

Frec.

Infrarajo Rojo Wiol. LilErawial.

Figura 1.1. Espectro Luminoso [11].

Un sistema fotovoltaico estd compuesto por diferentes equipos que cumplen una
funcidn especifica:

e Un generador fotovoltaico.

e Una bateria de acumulacion.

e Un regulador de carga.

e Uninversor.

e El consumo.

1.2.1.1 Generador fotovoltaico.

Transforma la energia del sol en energia eléctrica. Consta de la unién de varios
modulos fotovoltaicos con una conexidn serie y/o paralelo, tomando en cuenta que
esta conexion se realiza de acuerdo a la necesidad si es serie la salida es de voltaje
deseado, pero si es paralelo se obtiene corriente. Los mddulos fotovoltaicos constan
de células fotovoltaicas que producen electricidad con la captacion de luz solar. La
potencia que entrega un modulo depende del nimero de células que tiene, una célula
puede suministra 3 W [6][10].



Las células solares estan elaboradas con dos 0 méas capas de semiconductores, las
cuales forman un campo eléctrico fuerte para dividir cargas de signos distintos y
generar energia eléctrica. Las células fotovoltaicas se encuentran dopadas para que
su consistencia sea positiva y la parte negativa para dar lugar a la aparicién del
campo eléctrico, las mas utilizada como elemento semiconductor es el silicio ya sea
monocristalino, policristalino y amorfo como se muestra en la Figura 1.2, y en la

Tabla 1.1, se detalla el porcentaje en condiciones ideales y rendimiento [6].

00000{}00¢o¢

Figura 1.2. Celdas de Silicio Monocristalino, Policristalino y Amorfo [6].

Tabla 1.1. Rendimiento de paneles por su material de fabricacion.
Rendimiento en

Tipo de Material

paneles
Silicio Puro
1 0,
Monocristalino 6%
SI|!CI? pu.ro 14%
policristalino
Silicio Amorfo 8%
Telurio de 0
Cadmio 8%

La energia que emite un generador es almacenada si es necesario en un banco de

baterias previamente
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1.2.1.2 Bateria Acumuladora.

Cuando existe un exceso en la generacion, es decir la radiacion llega de una manera
continua y con una alta frecuencia. Esta energia excesiva debe ser almacenada para
ello se introduce en el modelo el banco de baterias donde la principal funcion es
almacenar energia para ser utilizada en las noches que es donde més se necesita o
cuando no exista suficiente radiacion solar para cubrir la carga. La bateria es el
elemento que va a estar cargando y descargando constantemente. El elemento que

controla la carga y descarga de la bateria tiene el nombre de regulador de carga [10].

1.2.1.3 Regulador de carga.

La bateria ya que es un equipo que puede ser afectado por sobrecargas o
sobredescargas excesivas, el regulador de carga es el encargado en proteger a la
bateria sobre estas contingencias que resultan dafiinas y acortan su vida atil. El
principio de funcionamiento se basa en: el regulador detecta que la bateria empieza
a sobrecargarse desconecta al generador FV, pero cuando llega a sobredescargarse,

desconecta los consumos [10].

1.2.1.4 Inversor

Son los mas comunes llevan el nombre de acondicionamiento de potencia, aunque
existen otras variedades que tienen diferentes aplicaciones como convertidores DC
IDC, estos convertidores son empleados cuando se modifica la relacion
voltaje/corriente en una fuente DC. La Figura 1.3, muestra un sistema fotovoltaico

con todos los elementos descritos [10].
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Figura 1.3. Bosquejo de un sistema solar fotovoltaico [2].

1.2.2 Clasificacion de los Sistemas fotovoltaicos

La energia solar es una fuente inagotable no contaminante que produce electricidad
mediante los sistemas fotovoltaicos, estos sistemas se clasifican en dos grandes

grupos:

1.2.2.1 Sistemas fotovoltaicos Aislados de la red eléctrica (SFA)

Se denominan sistemas auténomos aquellos que no estan conectados a la red
eléctrica estos sistemas son los primeros que aparecieron y son mas utilizados en
lugares aislados. En la parte econdmica estos sistemas son muy rentables ya que su
instalacion no es muy costosa y el suministro es constante. Los sistemas autbnomos
son considerados desde sistemas simples, como un generador FV operando en DC,
hasta sistemas que constan de un almacenamiento. En la Figura 1.4, se detalla las

aplicaciones considerando 3 grupos. [10][12]
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Figura 1.4. Sistema solar fotovoltaico autonomo [12].

1.2.2.2 Sistemas fotovoltaicos conectados a la red eléctrica (SFCR)

El objetivo principal de un sistema fotovoltaico conectado a la red eléctrica es
aumentar la produccion de energia eléctrica que es inyectada a la red. Mediante esta
conexion un sistema pequefio residencial logra estabilizar sus parametros de
frecuencia y voltaje al instalar una carga. Los elementos principales del sistemas
son los generadores fotovoltaicos, un inversor C.C. a C.A. y las protecciones

seleccionadas para conectarse con la red, los elementos mencionados se aprecian

en la Figura 1.5 [13].
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Figura 1.5. Esquema de un SFCR [13].

1.2.3 Radiacién solar

La radiacion se propaga mediante ondas electromagnéticas en todas las direcciones
por el Sol en forma de radiacion de onda corta con una longitud de 0.29 a 0.25 nm,
la radiacion tiene es de gran importancia en areas como: ingenieria, agricultura
salud humana, entre otras, se emplea principalmente en la generacion de
electricidad al ser absorbida por un panel solar. La radiacion solar tiene cambios
dependiendo el horario, la latitud y las condiciones atmosféricas. Al pasar por el

filtro de la atmdsfera la radiacion solar tiene cambios en su espectro [6][14].

La energia solar que llega a la tierra en 10 dias al ser medida representa las reservas
conocidas de petrdleo, carbdn y gas, en 86 minutos de radiacion sobre la tierra
representa un afio de la demanda mundial. La radiacién solar divide en 3 como son:
directa, difusa y la suma de las dos que es la globa, la radiacion directa llega a la
tierra con un valor de 1 353 W/m?, que equivale a la constante solar y es medida
con un instrumento llamado pirheliometro, si es difusa en su trayectoria sufre
afectaciones de fendmenos de reflexion y refraccion, ademéas de las nubes y
elementos atmosféricos y se mide con pirébmetro. La radiacion global es la suma de

las anteriores radiaciones como se indica en la ecuacion (1.1) [6].
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G=B+D+R (1.1)

Donde:

G= Radiacion global

B= Radiacion Directa
D= Radiacion Difusa
R= Albedro

La radiacion Albedro o también considerada reflejada aparece cuando la emision
de radiacién choca con un objeto elaborado de material de tipo espejo que rebota la
radiacion hacia el panel fotovoltaico, en la Figura 1.6, se indica el trayecto de la

Ilegada de la radiacion solar.

/'- -'\. : 7 of
=7Una mezcla dg=—_-
<, radiaciones £~

Figura 1.6. Radiacién Solar [6].

1.2.4 Irradiacion Solar

La irradiacion solar se define como la potencia de radiacion solar por unidad de
area incidente en una superficie la unidad de medida es el W, en un periodo

temporal de irradiacion la unidad de medida es Wh, en el sistema internacional [15].
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I =Gx*At

Donde:
I=Irradiacion Solar
G= Radiacion global

At = Periodo de tiempo

(1.2)

En la presente investigacion se tomaron datos de irradiacion solar para armar una

base de datos para ser utilizada en el modelo de prediccion, este proceso se elaboro

con un piranémetro Solar Power Meter SM206, para la recoleccion de los mismos

en un lapso de tiempo como se indica en la Figura 1.7 y Tabla 1.2.

8

Figura 1.7. Comprobacion de datos de irradiacion recolectados.

Tabla 1.2. Irradiacion solar comprobada con paneles de diferente potencia.

Irradiacion Irradiacion Irradiacion
solar solar para solar para
panel de 500w 4000W
100 13,1 183,8
200 45,0 630,0
400 108,8 1522,5
600 172,5 2415,0
800 236,3 3307,5
1000 300,0 4200,0
1100 331,9 4646,3
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En el Ecuador existe un estudio previo de irradiacion solar donde se han elaborado

mapas en los que se detallan datos, estos mapas se encuentran en al Atlas solar,

desarrollado por CONELEC, como se aprecia en la Figura 1.8.
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Figura 1.8. Atlas Solar Elaborado por CONELEC [16].

En la actualidad existen estaciones meteoroldgicas implementadas por instituciones

gubernamentales que vienen realizando estudios sobre energia solar y plantean que

puede ser aprovechada de una manera muy eficiente. La irradiacion horizontal

global y la irradiacion normal directa son presentadas en las Figuras 1.9 y 1.10,

respectivamente [17].

Figura 1.9. Irradiacion horizontal Global Solargis.
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Figura 1.10. Irradiacién Normal Directa Solargis.

1.2.5 Horas pico solares

El autor Frias en su trabajo define a las horas pico como la energia utilizable emitida
por el sol obtenida por la integracion de la irradiacién respecto al tiempo,
mencionado en horas de maxima radiacion. Mientras que los autores Ramos y Luna
define como la méxima absorcion de energia solar por los paneles. Estas horas son
de mayor intensidad de energia cuando mas cercanos al Ecuador se encuentre. Para
un conocimiento mas explicito se plantea un ejemplo donde en un panel la hora
pico marca 300 wi/pico, es decir cuando el Sol irradie 1 000 W/m? el panel daria
300 Wattios, para conocer la generacion del panel se multiplica la HSP con la

potencia del panel como se indica en la ecuacion (1.3) [6] [14].

Gp = HSP + Wp (1.3)
Donde:
Gp= Generacion del panel
HSP= Hora solar pico

W)p = Potencia del panel
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Efectos de la emision de ceniza volcénica en la irradiacion solar.

La ceniza emitida por los volcanes tiene una composicién de particulas de roca y
minerales con una longitud menor a 2 mm, al ser emitida provoca un fenémeno
conocido como “efecto refrigerante” que afecta a la irradiacion solar ya que la
absorbe y obstaculiza su paso a la superficie debido a que la ceniza se eleva a
aproximadamente 12 km de la superficie. En la investigacion presente el volcan que
podria llegar a afectar a la hacienda es el Cotopaxi debido a que en los Gltimos afios
su actividad se ha incrementado y en afios anteriores a existido alertas de supuesta
erupcion, la actividad del volcan en la actualidad es normal realiza emisiones de
gases que no afectan directamente al paso de la irradiacion solar. Pero si se llegara
a dar reduciria en un 78 % la totalidad de irradiacion solar captada y adicional a
este analisis al empezar a caer la ceniza en donde exista energia a base de paneles
solares estos no trabajarian a su totalidad su factor de planta se reduciriaa un 15,5%.
En la Figura 1.11. se muestra la caida en el porcentaje de irradiacién solar en el

planeta a lo largo del tiempo.
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Figura 1.11. Porcentaje de caida de irradiacion solar por emisién de ceniza.

Ventajas del uso de Energia Fotovoltaica

e Para su ejecucion no necesita combustible alguno ni genera ningin residuo
tanto quimico, electromagnético, ni térmico, lo que la convierte en no

contaminante.
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La inversion para su instalacion en la actualidad se ha ido reduciendo
considerablemente, su vida til es prolongada puede llegar a superar los 30
anos.

El mantenimiento es barato y sencillo, realizando una limpieza de la
superficie y revisando conexiones y el cableado que tiene.

La energia excedente se la puede almacenar para ser utilizada cuando sea
necesaria mediante un banco de baterias.

La principal ventaja es que se la puede utilizar en todo el planeta ya que la
luz emitida por el sol llega hasta el Gltimo espacio del planeta y se considera
inagotable y gratuita.

Este tipo de energia es facil instalacion se puede ampliar, reducir el sistema
0 desmontarlo para ser trasladado, se puede instalar en el lugar de su

necesidad.

Desventajas del uso de la Energia Fotovoltaica

1.2.6

La energia solar es variable es decir se recibe menos 0 mas energia de
acuerdo a la temporada.

El no aprovechar toda la energia que llega a la tierra ya que los espacios
donde se emplean son muy limitados.

Se ve afectada por la contaminacion atmosférica ya que la emision de smog
y polvo interfieren en la claridad de transmisién de la luz.

La principal desventaja es la falta de conocimiento de la poblacion y la falta

de proyectos y estudio en este campo.

Inteligencia artificial

La inteligencia artificial es una rama de la computacion que aparecio y comenzo a

ser manipulada en el afio de 1 956 por un grupo de investigadores en la conferencia

Dartmouth College, desde esta introduccion en el campo de las ciencias se ha

venido convirtiendo en el campo mas relevante de investigacion. Los autores Alasa

y Araujo, define a la inteligencia artificial (1A) como la tecnologia que se encarga

de crear maquinas inteligentes que se asemejan al comportamiento del ser humano.

La IA es la capacidad de las maquinas para desarrollar funciones asociadas a la
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mente humana. Mientras que la autora Romero Rodriguez, define a la 1A como la
creacion de Algoritmos o maquinas que imiten comportamientos humanos [18]
[19].

Otra definicion la 1A, es un sistema informatico entrenado para la toma de

decisiones y medidas con la apreciacion del entorno como, por ejemplo:

e Comprender situaciones, contextos.

e Llegar a identificar objetos y los significados.
e Analizar y resolver problemas.

e Elaborar tareas nuevas.

e Percibir el lenguaje natural.

e Reconocer imagenes.

Un ejemplo maés claro es el ajedrez.

APRENDIZAJE DE APRENDIZAJE
MAQUINAS PROFUNDO

Métodos estadisticos que Redes neuronales con
permiten a las maquinas muchas capas que
“aprender” de un conjunto de aprenden tareas
datos, sin ser pragramado “directamente” de los
explicitamente, datos.

INTELIGENCIA
ARTIFICIAL

Cualquier técnica que

permita a las maguinas
imitar la inteligencia
humana.

Figura 1.12. Diferencia entre la inteligencia artificial y los demas parametros [19].

En la actualidad se ha tornado comun los términos inteligencia artificial,
aprendizaje de maquinas y aprendizaje profundo, pero estos tres tienen conceptos

distintos como se observa en la Figura 1.12.
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1.2.6.1 Aprendizaje de maquinas

El aprendizaje de maquinas es un tema que ya dentro de la inteligencia artificial, se
define como una rama de la computacion, que brinda a las computadoras la destreza
para aprender sin ser claramente programadas. El aprendizaje de maquinas alcanza
un sin nimero de algoritmos que se dividen en dos grandes grupos como son
supervisados y no supervisados, estos dos grupos se derivan de etiquetas en los
datos. Los datos se etiquetan cuando existen diferentes variables independientes y

la variable dependiente de un modelo [19].

En la Figura 1.13, se detallan los dos grupos de aprendizaje mencionado.

APRENDIZAIE DE MAQUINAS

Subconjunto de algoritmo basados en |A capaces de mejorar tareas
basados en la experiencia

Algoritmos de entrenamiento Algoritmos de entrenamiento
usando datos entrada/ salida sin datos etiquetados.

etiquetados. Descubre patrones por si solo

Figura 1.13. Aprendizaje de maquinas.

1.2.6.1.1 Aprendizaje supervisado

El aprendizaje supervisado se define como una técnica de entrenamiento de un
grupo de datos con el objetivo de reducir una funcion. Los datos de entrenamiento
se deben etiquetar, es decir saber diferenciar cuales son variables de entrada del
modelo y las que son variables de salida. El aprendizaje supervisado es apto para
clasificar datos, o para elaborar regresiones (prediccion). Este aprendizaje emplea

dos grupos de datos [19]:
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1. El primer grupo entrega el modelo: halla los parametros que simplifican el
error.
2. El segundo grupo: se utiliza para clasificar la rentabilidad del modelo con

medidas de error diferentes.

Los algoritmos de aprendizaje supervisado son métodos de aprendizaje automatico
que imitan el mecanismo de aprendizaje de seres humanos, se componen de
neuronas que interactdan entre si mediante diferentes niveles de capas. El proceso
para llegar a una prediccion se va realizando cuando a la neurona le llega
informacion de la capa anterior y pasa a la siguiente capa, una neurona también se
le puede denominar un modelo de regresion lineal multiple ya que va internamente
elabora una suma de la variable de entrada, al multiplicarlos por los pesos. Al final
de la suma aparece una funcién de transferencia que introduce la linealidad de la
neurona, y se conectan entre si para formar una red. En la Figura 1.14, se aprecia
una red neuronal de tres capas. La salida de una capa es la entrada de la capa

continua [19].

Entradas Primera capa Segunda capa Tercera capa
C MO A\ A\ r 3
378 nty a' a* Wiy 3y @y
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l/ﬂ] lb‘]
1 1
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2! 2 1>
Ps3 l/‘ﬂl ll":
. 1 1
Pr mne! - alg! aig? mg — (g3
wigt » Z ’/l = lz "/‘ ’
: V8.8
lb}g: l[,‘g;
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al =f1(Wip+b!) a2 =f2(W2al+h?) a3 = 3 (W3a2+b3)
Figura 1.14. Red neuronal de tres capas [19].
a® = FAW3F2W2F1(W'p + bY) + b?) + b?) (1.4)

Los pesos con los que se multiplican los valores de entrada toman el nombre de

valores por ajustar. Los valores por ajustar en una red neuronal toman el nombre de
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parametros. El algoritmo de prediccion mas nombrado para encontrar el mejor valor

de esos pesos es conocido como propagacion hacia atras [19].

1.2.6.1.2 Aprendizaje no supervisado

El aprendizaje no supervisado se caracteriza por tratar a todos los datos por igual
ya que no tienen etiqueta como los supervisados. El algoritmo maés utilizado es el
K-means. Donde K es el numero de grupos en los que se reparte la informacion. En
un grupo los valores son parecidos entre si, pero se diferencian de los demas valores
de los grupos. En la Figura 1.15, se puede apreciar la funcion de un algoritmo de

agrupacion con datos bidimensionales [19].
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Figura 1.15. Algoritmo de agrupacion con datos bidimensionales [19].

1.2.6.2 Machine Learning (Aprendizaje automatico)

El autor Ferrer describe al Machine Learning como una rama de la inteligencia
artificial. Tiene una aplicacion amplia en las siguientes: clasificar textos,
reconocimiento de voz, tareas de vision artificial para reconocer imagenes y
deteccion de rostros, entre otros. Los autores Alasa y Araujo, define al Machine
Learning como la capacidad de las maquinas para recibir y aprender de forma
independiente un conjunto de datos, modificar y adaptar algoritmos, cbmo procesan

la informacién y aprenden sobre el entorno [18] [20].
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El Machine Learning consta de muchos algoritmos cada uno con ventajas y
desventajas, cada algoritmo no es mejor que el otro si no que cada uno funciona en

el problema que se emplea [18].

Para utilizar un algoritmo se debe conocer diversos aspectos para diferenciar uno

de los otros y emplear en la investigacion el mas apropiado:

e Potencia y expresividad: Los métodos de aprendizaje automatico varian
en riqueza y complejidad. Si la expresion es mas pesada, se obtendran

resultados mas precisos, pero existe el riesgo de transposicion [18].

e Interpretabilidad: Los métodos poderosos a menudo crean modelos
completamente consolidados, los algoritmos mas simples son mas faciles de

entender.

e Usabilidad: algunos métodos de Machine Learning aplican pocos
parametros o la toma de decision es mas simple para que sean faciles de
utilizar [18].

e Rapidez de entrenamiento: cada método actia con una rapidez para

ajustarse a los parametros del modelo.

e Rapidez de prediccidn: trata de la velocidad de tomar una decision de cada

algoritmo.

Machine learning clasifica a los algoritmos en tres grupos:

1. Supervised Learning: Esto ocurre cuando el algoritmo aprende de los
datos marcados y jerarquizados proporcionados por humanos. Al finalizar,
las maquinas pueden generalizar y clasificar automaticamente sin ayuda por
parte de nosotros, gracias al marcado. Gracias a este tipo de aprendizaje, las
maquinas adquieren un conjunto de reglas que las “actualizan” y ayudan a

tomar decisiones [18].
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2. Unsupervised Learning: este aprendizaje no trabaja con datos etiquetados,
ya que busca relacionarse por si mismo. La maquina consta con la
caracteristica de detectar similitudes, diferencias o anomalias en las

variables en base a la informacion [18].

3. Reinforcement Learning: el algoritmo aprende con la experiencia propia,

es capaz de tomar la decisién mas idonea en situaciones distintas [18].

Machine Learning se divide en dos tipos de aprendizaje supervisado y no
supervisado a continuacion, se dara a conocer la parte mas importante de estos dos
grupos Yy de los algoritmos correspondientes para luego profundizar en el modelo
empleado en la presente investigacion. Cabe recalcar que estos son utilizados en lo

que se refiere a prediccion de produccion de energia solar.

1.2.6.3 Aprendizaje no supervisado en Machine Learning.

Mediante una minuciosa busqueda bibliografica se lleg6 a conocer los algoritmos
que abarca el aprendizaje no supervisado, entre ellos el mas popular es el algoritmo

de agrupacion K-means.

Algoritmo de agrupacion K-means

La autora Romero Rodriguez, en su proyecto de investigacion describe como parte
del aprendizaje no supervisado es decir es necesario indicarle los datos de ingreso
y salida para este algoritmo, la K viene a representar el nimero de conjuntos donde
se agrupan los datos. EI método busca colocar los pares de datos en el clister que
se encuentra mas cercano, como se menciond en un cluster los datos son similares.
El algoritmo K-means es sencillo y robusto, se ejecuta con sencillos pasos para
agrupar los datos de manera perfecta. Este proceso conlleva definir el nimero de
cluster K, luego se coloca en los centroides los datos que se encuentran cercanos.
Por ultimo, recalcular los centroides con el promedio del cluster. Estos pasos se
repiten hasta que los centroides no cambien de posicion, de una manera mas

explicita se observa en la Figura 1.16. [19].
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Figura 1.16. Diagrama de flujo con los pasos de K-means [19].

El algoritmo en prediccidn solar

El algoritmo va generando los grupos de datos al entrenar todos los datos promedios
por hora, mediante esto el algoritmo de agrupacion entrega dos clusteres. En el
primero se encuentra los datos de hora del dia donde la potencia generada es mas
elevada, en segundo se van a colocar los datos de potencia mas bajos esto seria la
potencia de la noche y las horas de temprano en la mafiana. Aparte de la division
de datos donde son diferentes entre cllster y aparentes entre dias, este algoritmo
clasifica datos que tienen mas alta irradiacion correspondientes a dias soleados, y
también me clasifica en irradiacion baja debido a dias nublados poco soleados o
escaso sol, se aprecia en el procedimiento el proceso que realiza el algoritmo K-
means en diferenciar potencia generada y horas del dia, utilizando un promedio de

datos diarios.

Para la implementacion de datos cercanos en los clister mas cercanos se emplea un
proceso que realiza la medicion de disimilitud entre dos puntos dados, utiliza el

método de la distancia euclidiana entre dos puntos [19].

En la ecuacion 1.5, se aprecia el método mencionado.

deue = L1 (X; — 1) (1.5)
Donde:
d...= método de distancia euclidiana.
n = numero de observaciones.

(X; —Y;) =son elementos cuya distancia es calculada.
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En una manera resumida la agrupacion K-means define los grupos para que la
variacion total sea minima dentro de cada cluster. Esta variacion también lleva el
nombre de variacion total dentro del cluster. Aunque el algoritmo estandar lleva el
nombre de Hartigan-Wong, este algoritmo suma las distancias al cuadrado de las
distancias euclidianas entre los elementos correspondientes como se describe la

ecuacion 1.6 [19].

WSS = ZII§=1 W(Ck) :Z§=1 inECk(Xi - Yl)z (16)

Método del codo

El método del codo trabaja junto al algoritmo K-means, ya que en este al algoritmo
se tiene una desventaja que es el de entregar un nimero de cluster como dato de
entrada antes de conocer el mejor nimero de clusteres, y el método del codo provee

del valor 6ptimo de K.

Método de silhouette

Este método es adicional ya que verifica los resultados obtenidos por el primero. El
método silhouette que mide la calidad de la agrupacion. De manera corta
comprueba que un dato tenga el parecido a los demas en el mismo cluster. Mientras
mas elevado sea el valor de este método mas seguro es que el dato pertenece al
cluster al cual fue asignado. Para calculo del promedio se mide la distancia entre un

punto con los demas puntos del cluster [19].

1.2.6.4 Aprendizaje supervisado en Machine Learning

El aprendizaje supervisado es el méas empleado en prediccion solar debido a su
exactitud en prediccion, la primera técnica en el aprendizaje es la clasificacion. La
clasificacion se aplica cuando los datos son discretos. Los algoritmos donde se

emplean los modelos de clasificacion son [20]:

e Regresion lineal

e Arboles de decisiones.
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e K-vecinos mas cercanos.
e Ensamble.
e Maquinas de vectores.

e Redes neuronales.

1.2.6.5 Regresion

Considerando a la regresion como la segunda mas importante después de la
clasificacion, se diferencia de esta porque los algoritmos de regresion trabajan con
datos reales, se aplica para modelos de prediccion. Al hablar de prediccion solar,
energia o cambio de temperatura es la mas recomendada. La regresion plasma la
idea en desarrollar datos de salida como una combinacion lineal de los datos de
entrada. Este método es utilizado en algoritmos como: arboles de decision,

Regresion de maquinas de vectores y redes neuronales [20].

Regresion lineal.

La regresion lineal es el método mas simple se ha venido convierte en los
principales algoritmos en el aprendizaje supervisado, este método interpreta la
existencia de una dependencia lineal con las variables dependientes e
independientes [18] [20].

1.2.6.6 Arboles de Decision

Es el algoritmo mas utilizado en problemas de clasificacion. El arbol de decision
disefia modelos en forma de arbol, los cuales va dividiendo en subconjuntos de
datos cada vez mas pequefios, al mismo tiempo se va formando un arbol de decisién
asociado. EI modelo es compacto en datos ruidosos y aprende expresiones
alternativas. EI mecanismo actual divide los momentos organizandose en un arbol
desde la raiz hasta llegar a un nodo hoja, con esto se llega a tener un arbol que tienen
nodos de decision y nodos hojas. El nodo hoja indica una decisién para un objetivo
numérico. El nodo de decisién més elevado en el método arbol pertenece al mejor

predictor llamado nodo raiz [18] [20].
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En la Figura 1.17, se muestra la estructura que se plantea un arbol de decision.
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\ hoja /

variable
clase

Figura 1.17. Estructura de un éarbol de decision [21].

1.2.6.7 K-vecinos més cercanos (KNM)

K-NN es un algoritmo que tiene muchas aplicaciones debido a su simplicidad y
efectividad, este método no hace suposiciones sobre datos. Para entender este
método se debe conocer el concepto de distancia, este método también considera la
distancia entre dos puntos, existen diferentes estudios de distancias, pero la utilizada
es la euclidiana. Este algoritmo elige K puntos en el conjunto de datos que consta
de un patrén aparente al de la muestra (K vecinos mas cercanos). Aparte de la
funcidn euclidiana ya nombrada existen dos mas como la Manhattan y Minkawski
[18] [20].

Estas funciones que me ayudan a predecir sistemas solares se ven con mayor

claridad en las ecuaciones 1.7, 1.8 y 1.9 respectivamente.

Ecuacién Euclidiana

\/z{-;l(xi _— L7)
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Ecuacién Manhattan
X =Y

Ecuacién Euclidiana

[ K. (1X - vi)*]

En la Figura 1.18, se muestra el proceso de este método.

(1.8)

(1.9)

1. Calcular la distancia ° ®
°©
2. Encontrar sus vecinos
mas cercanos ° @ ° o
3. Votar por las etiquetas
@ 2

X

Figura 1.18. Teoria de K-vecinos mas cercanos (Ligdi Gonzales).

1.2.6.7.1 Ensamble

Se emplean bastantes algoritmos de aprendizaje en el presente método, para

conseguir un rendimiento predictivo. El objetivo es combinar predicciones de varias

estimaciones basicas con un algoritmo de aprendizaje, para mejorar la

generalizacion y la robustez de la estimacion. Hay dos grandes familias de métodos

establecidos, que explicaré a continuacion [18].

1. Averaging Methods: se caracteriza por crear estimadores independientes y

promediar sus predicciones. La mezcla de los dos estimadores mejora el

estimador base ya que produce la reduccion de la varianza.
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2. Boosting methods: Estos métodos generan estimaciones agregando

gradualmente peso a los errores de entrenamiento anteriores.

1.2.6.8 Red Neuronal.

Las redes neuronales interpretan el trabajo de las neuronas humanas. Cada neurona
recibe una sefial de entrada y en base a la sefial recibida envia una nueva sefial o
resultado a la red de salida. Una red neuronal se divide en capas en la cual la primera
capa recepta la sefial, mientras que la Gltima capa es la salida que muestra los datos
de clasificacion. Las capas intermedias van colocando los pesos de acuerdo al
resultado de la salida con el resultado deseado. La Figura 1.19 plantea la estructura

de una red neuronal artificial [20] [22].

Hidden

Output

Figura 1.19. Red neuronal artificial [20].

Red neuronal artificial (ANW)

En esta parte se practica la técnica de Machine Learning de redes neuronales
artificiales. Utilizado en Serie temporal de red neuronal en la barra de herramientas
Red neuronal. Esta aplicacién serd suficiente le permite resolver problemas de
series de tiempo, como es el caso porque los predictores son datos historicamente.
La ANW consta de tres problemas; el primero autorregresivo no lineal con entrada
externa (NARX)este predice series y(t) dados d valores pasados de y(t) y otra serie
X(t), el segundo Nonlinear Autoregressive (NAR) predice series y(t)dados d valores

caducos de y(t), y el tercero, Nonlinear Input-Output predice series y(t) dados
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valores pasado de serie x(t), observar en la Figura 1.20, cabe recalcar que estos

proceso no se desarrollan en la tesis [20] [23].

(—D? l yit) = fly(t-1),.y(t-d})

%) - b t.|l.

r
x(t) J—CD—D‘?_] yit) = fix{t-1),..,x{t-d))

_I y(t) = f(x(t-1),.x(t-d),

y(t-1)..y(t-d))

Figura 1.20. Red neuronal ANW [20].

1.2.6.9 Error en prediccion

El error en la prediccién no es mas que la medicion del rendimiento del modelo.

Mediante el error se puede comparar entre diferentes modelos de los cuales siempre

se utiliza el que presenta menos este error [19]. El error se mide con varias

ecuaciones como se muestra en la Figura 1.21.

Siglas

Nombre

Formula

MS5E

RMSE

MAE

MAPE

MRE

nEMSE

Error cuadratico medio.

Raiz del error cuadratico
medio o distancia media

cuadratica minima.

Distancia media cuadratica
minima normalizada.
N

Error absoluto medio.

El error porcentual absoluto
medio.

Error medio relativo.

N
1 2
EZ(&'md - Ymed}
=

L&
2
EZ(?prﬁd - Ymed)
i=1

L&
|_ (ypre-d - Ymed)z
|N

i=1
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Figura 1.21. Célculo del error en prediccion [19].
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1.3 Fundamentacion metodologica

1.3.1 Tipo de investigacion

El presente proyecto parte de una investigacion bibliografica para establecer
conceptos de funcionamiento de sistemas fotovoltaicos, algoritmos de prediccion y
Machine Learning, con una base tedrica solventada se llegd a una toma de datos
actividad realizada en campo, con estos datos se crea un modelo de prediccion.

La Investigacion bibliografica obtenida de varias fuentes como lo son tesis
doctorales y articulos cientificos, mediante esta investigacion vamos solventando las
dudas teoricas y conociendo como estructurar la base de datos, para obtener curvas
donde se indica las horas de maxima irradiacion solar y los meses con mayor

recepcion de irradiacion solar.

La investigacion de campo se desarrolld en la parroquia de Mulald, en este lugar se
ejecutardn los estudios. Se obtuvieron datos de irradiacion solar, temperatura
mediante un pirandmetro para su analisis.

Mientras que con la Investigacion experimental analizamos los datos obtenidos

en el sitio mediante la ejecucion de la simulacion.

Con la Investigacion Aplicada buscamos resolver el problema planteado, mediante
el aprendizaje dado a lo largo de la ejecucién del presente proyecto. Considerando
la variacion de la irradiacion solar y la temperatura, estos datos fueron ingresados en
una maquina de aprendizaje con el objetivo de una prediccién del potencial solar a

largo plazo.

1.3.2 Método de investigacion

La presente investigacion basa su estudio en predecir irradiacion solar mediante una
modelacion que emplea Machine Learning y un algoritmo de prediccién basado en
“Arbol de decision”, mediante el software Python. La investigacion parte de la

obtencién de datos de Irradiacion solar y Temperatura variables principales para
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poder plasmar el presente modelo de prediccion, estas variables se ingresan al
modelo elaborado, este proceso requiere estas variables para irlas compilando y
entrenando de una manera idénea para brindarme una prediccién similar a la real
con un margen de error permisible que se encuentra dentro de las condiciones

adecuadas.

1.3.3 Técnicas e instrumentos

La presente investigacion utiliza datos de irradiacion solar y temperatura

previamente obtenidos en el lugar donde existe esta problematica.

Para la recoleccion de datos de irradiacion solar se ha utilizado un instrumento de
medicién llamado Pirandmetro Solar Power Meter SM206, este instrumento me

permite realizar la acumulacion de la irradiacién solar por un periodo de 5 minutos.
El software Python en la actualidad es de mayor uso para prediccion ya que consta

de un modelo de prediccion llamado “Arboles de decision”, este modelo es muy

empleado para trabajar con variables de caracter estocastico.
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Conclusiones del capitulo |

Con la profundizacion bibliogréafica realizada en los diferentes algoritmos
de prediccion se logrd definir el mas adecuado para predecir la generacion

fotovoltaica.

La investigacion realizada en el presente capitulo da a conocer el
desenvolvimiento y trabajo de la inteligencia artificial, su ramal principal
como es Machine Learning y que tan util es para realizar diferentes modelos
de prediccion.

En la metodologia se plasmé los pasos a seguir para llegar a obtener el

modelamiento de prediccion y la elaboracion adecuada del modelo.
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CAPITULO II
2 PROPUESTA

2.1 Titulo del proyecto

Andlisis del potencial de irradiacion solar en La Hacienda "La Campifia" de la
parroquia de Mulald. Propuesta para aplicacion de un algoritmo de optimizacién

basado en machine learning en la prediccion de generacion fotovoltaica.

2.2 Objetivos del proyecto.

e Adquirir datos del potencial de irradiacion solar en un periodo de tiempo
para andlisis del comportamiento variable.

e Elaborar un algoritmo de prediccion para el anélisis mediante la aplicacion
de Machine Learning y su modelo de prediccion “Arboles de decision”.

e Demostrar el procedimiento seguido en el software para el disefio del modelo

de prediccion considerando las variables utilizadas.

2.3 Justificacion

Para la implementacion de un modelo de prediccién de potencial fotovoltaica,
utilizando arboles de decision partiendo de la toma de datos de irradiacion solar en
el sector de la investigacion, estudios iguales o similares no existen en el lugar o
zona. La presente investigacion parte de la seleccién del lugar, donde se coloco un
equipo para la recoleccién de datos en un afio, al tener estos datos reales se realiza
una matriz de confusién para determinar que algoritmo de prediccion me brinda una
seguridad al momento de realizar una prediccion, con este analisis se crea un
algoritmo aplicando “arboles de decisidn”, el software seleccionado fue (PYTHON
Colaboratory) ya que en sus librerias consta de estas herramientas de prediccion y

su programacion es de una manera mas explicita.
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2.4 Descripcion de la metodologia

La toma de datos se realizo en la hacienda “La campifia” de la parroquia rural
Mulalo perteneciente al canton Latacunga, con una Latitud de 0°46°40.33"" S,
Longitud 78°33°52.64°” O y una Altura de 3 075 m, como se muestra en la Figura
2.1.
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. - ’
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v

Figura 2.1. Lugar de la toma de datos. GOOGLE EARTH.

Hasta el dia de la consulta el precio del kwh en Ecuador es de 0,1047 centavos, es

considerada la més barata a nivel de otros paises.

2.5 Metodologia para cumplir los objetivos planteados.

Con una base de datos ya medida en el lugar de la investigacion se empieza a
trabajar para cumplir los objetivos planteados, estos datos fueron tomados en el
lapso de un afio, esta data se fue organizando y tabulando para obtener diferentes

curvas promedio que se van a ir detallando en la presente investigacion.

Los datos obtenidos con el piranometro Solar Power Meter SM206 se plasman a
continuacién, estos datos fueron tabulados en el software Excel para llegar a la
curva de irradiacion solar del mes de enero. En la Figura 2.2, se muestra la curva
de irradiacion de enero las demas curvas se encuentran en los ANEXOS desde el 1
al 22 respectivamente.
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IRRADIACION SOLAR DEL MES DE
ENERO

g
b
™~
-
=
Z
O
O
<
a
<
o
«

Figura 2.2. Curva de irradiacion de enero.

Al analizar la curva del mes de enero se observa que la hora pico con mayor
irradiacion solar es a las 12:00 pm. En el punto 1; se tiene una lectura de 998 w /m?.
El instrumento comienza a detectar irradiacion desde la 06:00 de la mafiana donde
va aumentando mientras va transcurriendo el dia. Tomando en cuenta que mientras

mas despejado se encuentre mayor irradiacion va a captar el instrumento.

En la Figura 2.3, se observa la curva de irradiacion solar promedio de un dia del
mes de enero, con el objetivo de conocer a qué hora del dia es més alta la irradiacién
solar. En el punto 1; empieza el analisis debido el instrumento de medicion capta
datos de irradiacion solar arrojando un valor de 22,38 W /m?2, en el punto 2 se
produce mayor irradiacion solar con un valor de 1 032,47 W /m? y en el punto de
analisis 3 los datos de irradiacion solar son bajas debido a que comienza las horas

noche, dandome un valor de 159,69 W /m?.

39
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Figura 2.3. Curva de irradiacién solar de un dia del mes de enero

En la Figura 2.4, se observa la curva de variacion de irradiacion promedio del dia

del mes de enero los demas analisis de curvas se encuentran en ANEXOS del 1 al
22.

VARIACION DE IRRADIACION PROMEDIO DEL

DIA
700 1
T80 560000000000000000000%6 50690400
'-E. 500 \
< 400 \
0 \
5 300 \
% 200 02
E 100
0
0 5 10 15 20 25 30

DIA

Figura 2.4. Curva de variacién de irradiacion promedio del dia.

Obteniendo un promedio total del mes de enero podemos observar cémo va
variando la irradiacion cada dia, donde el dia més alto se indica en el punto 1, que

llega a ser el 21 de enero con un valor de irradiacion 590,59 (W/m?).

Los datos de irradiacion solar de un afio son plasmados en la Tabla 2.1. Estos datos

son el promedio total de cada mes considerando que el analisis se realizd desde la
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hora que existe irradiacion es decir cuando el pirandmetro comenzé a arrojar datos,

hasta cuando ya no obtiene datos.

Tabla 2.1. Datos promedio anual de irradiacion

ENERO 605,7523
FEBRERO 613,4695
MARZO 623,7087
ABRIL 625,0447
MAYO 569,7847
JUNIO 554,3520
JULIO 561,1423
AGOSTO 598,8315
SEPTIEMBRE 629,5388
OCTUBRE 635,6378
NOVIEMBRE 612,9946
DICIEMBRE 558,3463

Con los datos de la Tabla 2.1, se realiza un diagrama de barras para el analisis de la

irradiacion del afio en la Figura 2.5.

PROMEDIO IRRADIACION POR MES
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Figura 2.5. Promedio de irradiacién por mes.

Con este diagrama de barras analizamos la variacion de irradiacion donde el mes
mas alto es octubre y el mas bajo es junio. En la Figura 2.6, se observa la curva de

irradiacion solar en un afio, dividida por sus respectivos meses.
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Figura 2.6. Comportamiento de la irradiacién solar promedio del afio.

2.5.1 Histograma y frecuencia de irradiacion solar

Para el analisis del histograma consideramos la tabla donde tenemos un promedio
de irradiacién por mes ubicada en el ANEXO 23 y la curva respectiva de la
variacion de irradiacion diaria total en el ANEXO 24. Con el promedio total se

tabularon 13 datos. La muestra se realiza con la ecuacion (2.1) a continuacion.

Muestra = VPromedio (2.1)
Muestra = V13

Muestra = 3,6 =4

En los datos tabulados se debe encontrar el valor maximo y minimo para ingresar

en la ecuacién (2.2) para el rango y el ancho.

Rango = maximo y minimo (2.2)
Ancho = 22290 (2.3)
Muestra
1006
Ancho = 7

Ancho = 251,52 = 252
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Con el valor de ancho vamos armando nuestros intervalos para encontrar el

histograma que se indica en la Figura 2.7.

Histograma
4000 3664

- 3500 3322
= 2882
= 3000
2 2419
o 2500
©
& 2000
£
$ 1500
3
@ 1000
Y% 500

0

[3; 255) [255, 507) [507; 759) [759; 1011)

Tiempos de espera

Figura 2.7. Histograma.

El histograma me identifica como se van distribuyendo las frecuencias absolutas,
la tabla con frecuencia absoluta, frecuencia relativa, frecuencia porcentual se
encuentran en el ANEXO 25.

2.5.2 Diagrama de Pareto de la irradiacion solar

Los datos obtenidos previamente del histograma se van a ir ordenando
adecuadamente de mayor a menor en un diagrama de Pareto, donde podemos
observar el nimero mayor de repeticiones de frecuencia absoluta de 3 664 la de
menor repeticion de 2 419, obtenido también una frecuencia relativa acumulada de
0,59 como minimo y un valor de 0,93 de maximo como se muestra en la Figura 2.8,

en el ANEXO 26, se observa el diagrama de torta de las frecuencias.
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2.5.3 Analisis de la potencia requerida en el sector de la investigacion

En el lugar donde se realiz6 el previo estudio como se menciond en la actualidad
no consta de energia eléctrica, es un lugar de descanso para turistas que buscan
alejarse de lo cotidiano, pero en la hacienda se va a implementar electrodomésticos
para aumentar el confort de las personas que visitan este lugar. Por ello se debe
realizar un andlisis de potencia requerida mediante la suma de potencias

individuales instaladas para obtener una potencia total que necesita el lugar en la

actualidad las 24 horas del dia.
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Tabla 2.2. Potencia de carga actual del sitio

HORARIOS POTENCIA DE CAGA ACTUAL DEL SITIO Kw
L M M M J v s D TOAL

1:00 0350 | 0421 0,286 0302 | 0421 | 038 | 052 | 0480 0,395
2:00 0350 | 0,200 0,400 0350 | 0158 | 0370 | 0718 | 0350 0,362
3:00 0250 | 0,124 0,124 0254 | 0321 | 0458 | 0421 | 0368 0,290
4:00 0,425 0,254 0,365 0540 | 0325 | 0540 | 0354 | 0425 0,404
5:00 0360 | 0,210 0,660 0460 | 0654 | 0645 | 0458 | 0456 0,488
6:00 0354 | 0,481 0,654 0541 | 0325 | 039 | 0568 | 0,654 0,497
7:00 0,875 0,892 0,587 0478 | 0894 | 095 | 08% | 0987 0,822
8:00 1,254 | 0,987 1,250 1,680 1,230 | 1,125 | 1,365 | 1,254 1,268
9:00 1,120 1,350 1,254 1540 | 0980 | 1,540 | 1,480 | 1,365 1,329
10:00 1,300 1,540 1,845 1,750 1650 | 1,870 | 1654 | 1,541 1,644
11:00 1,335 1,354 1,458 1,254 1,365 | 1,845 | 1,630 | 1,870 1,514
12:00 1,654 1,245 1,360 1,365 1,360 | 1,250 | 1,650 | 1,870 1,469
13:00 1,365 1,354 1,258 1,654 1,250 | 1,147 | 1,365 | 1,680 1,384
14:00 1,250 1,125 1,368 1,654 1548 | 1,654 | 1354 | 1,870 1,478
15:00 1,250 1,365 1,540 1,365 1,258 | 1,980 | 1,540 | 1,840 1,517
16:00 1,230 | 0,840 0,900 1,250 1654 | 1,750 | 1,620 | 1,640 1,361
17:00 0,250 1,650 1,254 1,215 1,250 | 1,360 | 1,540 | 1,540 1,257
18:00 1,250 1,450 1,250 1,200 1,124 | 1,005 | 1540 | 1,600 1,305
19:00 0,758 1,020 0,954 1,110 1,250 | 1,458 | 1540 | 1,035 1,141
20:00 1,025 1,320 1,020 1,105 1,254 | 1,235 | 1,245 | 1,412 1,202
21:00 1,125 1,365 1,254 1,369 1654 | 1,254 | 1664 | 1,524 1,401
22:00 1,254 1,654 1,250 1,245 1548 | 1624 | 1,254 | 1,254 1,385
23:00 0878 | 0548 0,587 0870 | 0780 | 0715 | 1,650 | 0,982 0,876
0:00 0,758 | 0,254 0,354 0458 | 0745 | 085 | 1,112 | 1,020 0,693

La Tabla 2.2, muestra la potencia requerida en (kW) actualmente para la hacienda
detallada en horas del dia, en esta semana de anélisis existe mas consumo a las
15:00. En la Figura 2.9, se observa la curva de carga en (W), obtenida de la potencia

total de la semana por horas.

CURVA DE CARGA
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1 2 3 45 6 7 8 91011121314151617 18 192021222324
Horas del dia

Figura 2.9. Curva de carga.

45



Para el calculo de la potencia méaxima generada por el panel solar ENERGYGRE
ECOGREEN ENERGY de 5 00 W se aplica la férmula donde se hace una relacién

de transformacion como se muestra en la ecuacion (2.4).

Pmax = ((%) * Irradiacion ) - (7—5) (2.4)

4
Donde:
Pmax = Potencia maxima obtenida, se mide en (W).
irradiacion = Es el dato de irradiacion solar obtenido con un instrumento de

medicion se mide en (W)

255 . .
(ﬁ) = Relacién de transformacion del panel solar.

La ecuacion debe ser empleada en cada medicion debido a que la irradiacion que se
ingresa es de un periodo de tiempo especifico es decir se aplica en la irradiacion
medida en un minuto, en un promedio de una hora de un dia de una semana. En el
capitulo 111 se aplica esta ecuacidn considerando una eficiencia de un inversor de
90 %. Cabe recalcar que este proceso se realiza para un disefio fotovoltaico
especifico, pero en la presente investigacion se hace un breve anélisis debido a que
en el analisis de costos y rentabilidad se van a ocupar datos obtenidos de la ecuacién
(2.5).

Energia = Pmax * EfIv. (2.5)

Donde:

Energia = Energia obtenida en un disefio fotovoltaico conectado a la red, es el total

que va a ingresar a la red, se mide en (Wh).
Pmax = Potencia maxima obtenida, se mide en (W).

Eflv = Eficiencia del inversor.
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2.5.4 Factor de planta de la hacienda “La Campiiia”

El factor de planta en la investigacion es calculado con la demanda de la hacienda
“La Campina”, considerando que existe irradiacion solar un periodo de tiempo por
lo que el factor de planta va a ser menor o igual al 55 %, considerando que es
afectado por dias con poca radiacién o por la nubosidad. Con la ecuacion (2.6)

calculé el Factor de Planta.

# horas operacion (2.1)

Factor de planta =
p # horas periodo

Donde:
# horas operacion: Es las horas que el piranémetro arroja datos.

# horas periodo: Es el total de horas de un afio.

Mediante los datos obtenidos y planteados en los ANEXOS 1 al 22 se relaciona y
se llega a determinar que la generacion provocada por la irradiacion solar empieza
a las 6:10 hasta las 18:00 en los dias. Este periodo de tiempo se considera debido a
que desde esta hora ya comienza el piranémetro a arrojar datos. En total tenemos
12h10min de sol. Asumiendo que el sistema que se puede llegar a implementar
trabajaria a su maxima 7 horas, desde las 15:00 hasta las 23:00, se considera este
horario debido a que la hacienda es un lugar de descanso rustico y en este horario

Ilegan visitantes a descansar.

Factor de planta = 8x308 — 0,35
8760

Factor de planta = 35%

Mientras que si se calcula el factor de planta con las horas de sol al dia se tendria.

12,10%365

= 0,504
760

Factor de planta =

Factor de planta = 50,4%

Arrojando un valor del 50,4 % de Factor de Planta.
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2.5.5 Matriz de confusion para seleccién del algoritmo

La matriz de confusién se aplica para conocer el algoritmo mas eficiente al
momento de realizar una prediccion, mediante esta matriz podemos con un criterio
decidir con que algoritmo voy a tener mas exactitud y me va a brindar datos de

prediccion mas cercanos a la variable real.

En la presente investigacion se aplicO una comparacion con tres diferentes
algoritmos como lo es k-means, redes neuronales y por ultimo arboles de decision,
siendo este el seleccionado debido a su precision a comparacion de los demaés. La

Tabla 2.3. indica el célculo de precision, exactitud y la funcién F1.

Tabla 2.3. Medidas de rendimiento

MEDIDAS DE RENDIMIENTO
K-MEANS REDES NEURONALES

PRECISION 0.72222 0.478021 0.478021
EXACTITUD 0.58333 0.479166 0.479166
F1 0.45054 0.448621 0.448621

El algoritmo arboles de decision consta de una calidad en tareas de clasificacion de
0.478021, una exactitud es decir una similitud al valor medido de 0.479166 y una
funcién F1 de 0.448621, esta funcidn se utiliza para conocer el rendimiento del
modelo. En el Anexo 45 se plasman los datos obtenidos de la seleccion del modelo

de prediccidn.
Matriz de confusion

Como resultado se llega a la Figura 2.10. donde se observa que la prediccion al
comparar datos de 200 y 500 se tuvo un acierto de 7 datos y una lectura errénea de
9 e 500 W, mientras que con 200 W brinda un acierto de prediccion de 3 valores y
una lectura errénea. Los resultados con los dos diferentes algoritmos se encuentran
en el ANEXO 46 y 47 respectivamente.
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Figura 2.10. Matriz de confusion con arboles de decision

2.5.6 Flujogramay pseudocodigo empleado en el analisis del proceso

La presente prediccion emplea dos variables una la irradiacion solar y la
temperatura datos tomados de la estacion en el lugar de estudio, mientras que la
variable potencia que es la que va a ser objeto de prediccion es asumida de acuerdo
a la necesidad que se observa en el sitio. Estas variables van a ser ingresadas al
programa de prediccion elaborado. Esta prediccion es elaborada con el algoritmo
arbol de decision que nos permite la prediccion de generacion fotovoltaica similar
a la real, arbol de decision hace prediccidon en base a datos obtenidos [24]. Se
emplea el método de correlacion que toma variables que mas intervienen como

irradiacion, temperatura ambiente y potencia asumida.

El flujo de proceso que se muestra en la Figura 2.11, nos indica como va la
estructura del programa partiendo desde el ingreso de librerias que van a ser
utilizadas, entrenamiento de datos hasta llegar a una prediccién similar a la real con

un error permisible.
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Figura 2.11. Diagrama de flujo del proceso
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Preparacién de datos

Antes de ingresar los datos obtenidos por el instrumento de medicion se comenzd a
clasificarlos de una manera adecuada separando por meses y dias, teniendo en
cuenta el no alterar la concordancia de las dos variables utilizadas. Se obtuvo una
base de datos completa de un afio, la cual se fue tratando y discerniendo de una
manera estadistica. Para la ejecucién del algoritmo se emple6 las variables dos
meses como enero, mayo Y las de dos dias de enero como el dia 1y el dia 20.

Importacion de librerias

Numpy: para manipular matrices con nimeros reales.
Pandas: libreria que se utiliza para importar datos necesarios.

Matplotlib: libreria empleada para gréficas.

Los archivos externos se cargan mediante la libreria Pandas en un formato CSV,
para la revision en el algoritmo. Los archivos importados son los datos reales del

dia 1 de enero.

o features = pd.read_csv('Datos_Solar_2020_dial.csv') # Importacién de dat
os fotovoltaicos.
e fecha = features.iloc[:,0] # Fecha inicial para graficar.

e potencia_inicial = features.iloc[:,8] # Potencia original base de datos.

Para verificar que la matriz elaborada conste de datos validos y no vaya a existir
alguna incoherencia se emplea el comando features.describe (). La tabla de prueba
se encuentra en el ANEXO 27 [25].

Andlisis del conjunto de datos y manejo de datos faltantes

Cuando se encuentran ya cargados los datos se verifica datos faltantes, datos que se
encuentren mal cargados o en formato erréneo para tener una informacién util y
necesaria para ser procesado en las librerias y no me arroje error al momento de ser

entrenadas. Los datos faltantes se completan con ceros [25].
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2.5.7 Analisis de la divisién de DataFrame de entrenamiento, validacion y
prueba.

Para el funcionamiento adecuado del modelo se centra principalmente en su

entrenamiento varios programadores dan un porcentaje del 80 % a este punto donde

se va a ingresar datos ya obtenidos, para que vaya entrenando la neurona, teniendo

presente que entre mas datos se ingrese mas exacta va a ser la prediccion. Para este

punto se ingreso la base de datos con las variables de irradiacion solar, temperatura

y potencia obtenidos en el sitio ya sea de un dia de un mes o de un afio, estos datos
se muestran en la Figura 2.12. [25].
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Figura 2.12. Datos de entrenamiento del Dia 1 de enero.

La Figura 2.12, brindan una descripcién clara de la temperatura obtenida el primero
de enero estos datos se obtuvieron en grados Celsius.
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Datos de Entrenamiento - Temperatura - Dia 1
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Figura 2.13. Temperatura de entrenamiento del Dia 1 de enero

El modelo de prediccidn consiste principalmente en eliminar la variable que se va
a predecir, el modelo se va entrenando con las demaés variables, al realizar una
prediccion del dia 20 de enero se entrena al modelo con las variables del dia 1 del
mismo mes proceso plasmado en la Figura 2.14, con ello el algoritmo me arroja

datos similares a los que fue entrenado con un margen de error permisible.

Irradiacion
~Temperatura | ENTRENAMIENTO | __Fotencia
k Potencia }

Wariables de Entrenamianto Y Variable de prediceion

Figura 2.14. Proceso de entrenamiento.

2.5.8 Modelo de la Red Neuronal (Random Forest)

Machine Learning brinda una variedad de modelos para aprendizaje, pero para
datos de registro que emplean secuencia se utiliza redes neuronales por la habilidad
de almacenar en su memoria la informacion. La creacion del modelo debe tener un
orden para separar datos temporales una prediccion por horas consta de una

configuracion donde tiene 1 entrada para diferentes horas y 1 salida por hora debido
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a la configuracion: Entrada 64 neuronas, capa oculta de 32 neuronas y salida 1

neurona, analizando el error de prediccion [25].

El modelo éarboles de decision incluye una técnica de clasificacion supervisada, la
estructura consta de un arbol que se compone de raiz, nodos, ramas y hoja. Arbol
de decision tiene una base estructurada jerarquicamente donde la decision final que
se considera es que cumpla las condiciones planteadas desde la raiz hasta sus hojas,

la estructura se ejecuta mediante los valores de las variables aplicadas [26].

La presente investigacion utiliza random forest para analizar las variables de mayor
incidencia en la generacion de energia para que el predictor sea preciso y el tiempo
de respuesta sea menor. Aparte con el estado del arte el algoritmo reacciona

adecuadamente a esquemas con parametros estocasticos.
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Figura 2.15. Variables con mayor incidencia.

Para el modelo la variable de mayor incidencia es la irradiacion solar, a esta variable
se le realiz6 un tratamiento exhaustivo, la variable temperatura al ir a la par con la
irradiacion también fue tratada y analizada, mientras que las demas variables
empleadas para dar nombre y llenar valores nulos no son consideradas en este

analisis porcentual, este analisis se plasma en la Figura 2.15.
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Arboles de decision en aprendizaje automatico

Aparte de ser un método estadistico un arbol de decision ayuda a crear modelos
predictivos automatizados, el método que utiliza se basa en utilizar variables
independientes para predecir otra variable tomando en consideracion el valor de la
de la misma. Los nodos siempre van a representar datos a cambio de decisiones,
este tipo de arbol se conoce como “arbol de clasificacion” cada ramificacion va a
contener condiciones o reglas. Estas reglas tienen el nombre de “Reglas de
decision”, cada valor de las variables forma una clausula de tal manera que si las
variables ingresadas en este caso son: irradiacion solar, temperatura y potencia de
un dia especifico se compara con las variables del dia que se va a predecir vamos a

Ilegar a tener un resultado X que puede ser favorable o erréneo [27].

Codificacion de la matriz de datos

La codificacion aplicada es para identificar variables y relacionarlas entre ellas, con
este proceso no sélo se identifica las variables si no que se va creando un vinculo
entre los datos de la investigacién, con este proceso examinamos y estructuramos
de una manera aplicada. Las variables codificadas se fueron ordenando para de una
manera clara actuar sobre las necesidades de prediccidn, la linea de codigo utilizada

para codificar se plasma en la Figura 2.16.

#EHHARH Proceso de codificacidn de la matriz de datos para el método de prediccion

features2@ = pd.get_dummies(features28) # Linea de cddigo para codificacién de la matriz de datos features.iloc[:,4]
features2@.to_csv('M_Prueba_Codificada_dia2@.csv') # Exportacion matriz codificada para prediccicén
features2@.iloc[:,5:].head(5) # Codificacién de la matriz de datos para el método de prediccidn

print('The shape of our features is:', features2@.shape) # Verificacidn tamafio de la matriz codificada

FREHRRE

labels20 = np.array(features20[ 'Potencia’]) # Columna de datos originales para comparar

features2@ = features2@.drop([ 'Potencia'], axis=1) # Eliminar columna "Potencia" de la matriz de prueba
feature_list28 = list(features2@.columns)

print(’'The shape of our features is:', features2@.shape)

features2@.to_csv('M_Prueba Codificada_noF0_dia2@.csv') # Exportacién matriz de prueba sin la columna Potencia
features2@ = np.array(features28) # Conversidn de la matriz de datos a nidmercs reales para ingresar al método de prediccidn
# IMPORTANTE Features: Matriz de Entrenamiento

# IMPORTANTE Labels: Columna a predecir - Entrenamiento

# IMPORTANTE Features2@: Matriz de prueba

# IMPORTANTE Labels2@: Columna a predecir - Prueba

Figura 2.16. Proceso de codificacion de datos o variables.
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Donde los cddigos de mayor importancia van a ser:
FEATURES: Que viene siendo la matriz de entreno.
LABELS: La columna que se va a predecir.
FEATURES20: Matriz de prueba.

LABELS20: Columna a prueba que se va a predecir.

Creacion del modelo de prediccidn

El modelo fue creado utilizando un estimado de 1000 arboles de decision o Random
Forest y 42 Random State, se utilizé estos parametros debido a la cantidad de datos
que se obtuvo considerando que un modelo de prediccidn entre mas datos se vaya

ingresando mas se asemeja al real, la linea de codigo empleada va a ser la siguiente.

rf = RandomForestRegressor (n_estimators = 1000, random state =
42) # Instanciar el modelo con 1000 &rboles de decisidn

2.5.9 Entrenamiento del modelo de prediccion

La parte principal del modelo es el entrenamiento, considerado por algunos autores
que el entrenamiento es el 80 % del proceso de prediccidn, debido a esto se debe
tener una base de datos completa para que le prediccion se asemeja a la real es decir
no me brinda un error amplio. Para el proceso de entrenamiento realizado se prepard
al modelo con datos de las variables de irradiacion solar, temperatura y potencia

como se ha venido mencionando de un dia para predecir la potencia de otro dia.

Se tomé datos completos del 01 de enero para predecir datos de potencia del 20 de
enero, el proceso se da de la siguiente forma, al modelo le ingreso las variables
mencionadas del dia 01 mientras que del dia 20 no le indico la columna que deseo
predecir en este caso la potencia los graficos de irradiacion y temperatura del dia

20 se encuentran en el ANEXO 28 y 29 respectivamente.
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from sklearn.ensemble import RandomForestRegressor # Libreria de prediccién por drboles de decisidn
import pandas as pd
rf = RandomForestRegressor(n_estimators = 1060, random_state = 42) # Instanaciar el modelo con 1888 arboles de decisidn
rf.fit(features, labels); # Entrenamiento del método con los dates de entrenamiento fotovoltaicos del dia 1
predictions = rf.predict(features2®) # Prediccidn en base a los datos del dia 28
potencia_pre = pd.DataFrame(predictions)
potencia ori = pd.DataFrame(labels2@)
M_Comp = {'Potencia Original' : [potencia_ori],
'Potencia_Predecida’ : [potencia_pre]}

Figura 2.17. Proceso de codificacion de datos o variables.

En la Figura 2.17, se indica las lineas de cddigos empleados para la prediccion
donde se instal6 el modelo con 1000 arboles de decision, se entrend el modelo
fotovoltaico con datos del dia 01 y se llega a una prediccion base de datos del dia
20.

2.5.9.1 Entrenamiento mensual del modelo

La presente investigacion consta de una prediccion mensual, con los datos
obtenidos se entrena el modelo para la prediccion de potencia de un mes. Esta
prediccion lleva la misma metodologia que la prediccion diaria, el modelo se
entrend con todas las variables de un mes, mientras que la variable del mes a
predecir va a ser oculta no se le va a mostrar al modelo, solo se van a importar las

demas variables para un entrenamiento adecuado.

Lo primero que se realizo es la clasificacion de las variables obtenidas, mediante el
pseudocodigo escrito se fueron dibujando las curvas de las variables mas
importantes como lo son irradiacion solar, temperatura y potencia del mes 03, en
este caso marzo. El pseudocddigo para las gréaficas de curvas se encuentra en el

ANEXO 30. Las curvas obtenidas se plasman en la Figura 2.18.
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Figura 2.18. Curvas del Mes de Marzo

En la Figura 2.18, en la parte superior se observa la curva de Irradiacién solar, en
la parte media la curva de Temperatura y en la parte inferior la curva de potencia
del mes de marzo, mes utilizado para el entrenamiento en el modelo de prediccion
elaborado con arboles de decision.

Proceso de codificacion de la matriz como datos de entrenamiento

En este proceso se exportd la matriz codificada para el proceso de prediccion, se
verificd el tamafio de la misma, se oculta la columna de la variable que se va a
predecir se vuelve a exportar la matriz, pero sin la columna de prediccion y por
ultimo se cambia la matriz a nimeros reales para ingresar al modelo, este proceso

realizado en el software con sus lineas de cddigo se muestra en la Figura 2.19.
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i Proceso de codificacin de la matriz de datos como DATOS DE ENTREMAMIENTO

features3 = pd.get_dummies(features3) # Linea de cddigo pare codificacidn de la metriz de datos features.iloc[:,4]
features3.to_csv('M_Entrenamineto Codificada mes3.csv') # Exportacidn matriz codificada para prediccidn
features3.iloc[:,5:].head(5) # Codificacion de la matriz de datos para el método de prediccidn

print('The shape of our features is:', features3.shape) # Verificacion tamafio de la matriz codificada

R

import numpy as np # Libreria NUMPY para manimulacion de matriz en nimeros reales

labels3 = np.array(features3[ 'Potencia’]) # Columna de datos que vamos 2 predecir

features3= features3.drop('Potencia’, axis = 1) # Eliminar la columna objetive a predecir de la matriz general de datos fotovoltaicos
print('The shape of our features is:', features3.shape)

features3.to_csv('M_Entrenamiento Codificada noFQ mes3.csv')# Exportacidn matriz de datos sin la columna objetive a predecir
features3 = np.array(features3) # Conversion de la matriz de datos a nimeros reales para ingresar al método de prediccidn

The shape of our features is: (744, 31)
The shape of our features is: (744, 38)

Figura 2.19. Proceso de codificacidn de datos o variables mensuales

En la parte inferior de la figura se observa el nimero de columnas exportadas en el
primer caso se tiene (744, 31) debido a que se importa la columna de potencia, pero
luego se observa (744, 30) esto es debido a que se vuelve a exportar, pero sin la
columna que se va a predecir. El pseudocddigo y la tabla de la importacion de datos
fotovoltaicos de prueba se muestran en el ANEXO 31y 32.

2.5.10 Calculo del Error Absoluto

Para saber si se cumplio el objetivo al que se quiere llegar el modelo se debe analizar
el error existente de la potencia original con la resultante, este proceso se realizo al
obtener el valor absoluto con la resta de la potencia predicha con la original. Y el
calculo de MAPE que es el error porcentual medio. La ecuacion (2.7) es utilizada

para el célculo.

ABS ERROR = ABS (PREDICCION — ORIGINAL) (2.7)

Donde:
ABS ERROR: Es el error absoluto.
PREDICCION: Es la potencia que el modelo predijo.

ORIGINAL: Es la potencia asumida del dia con el que se entrena el modelo.
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Error porcentual medio (MAPE)

El MAPE es un porcentaje que me indica la exactitud del error, es mas sencillo su
interpretacion que los demas métodos estadisticos que se aplican en medicion de
exactitud. Si el MAPE es de 4, el prondstico se encuentra errado en el 4%. Los
valores cercanos a 0 afectan el MAPE. EI MAPE es la division entre el error

absoluto y el dato real como indica la ecuacion (2.8).

(2.8)

MAPE = 100 x (M)

DATO REAL

Donde:
MAPE: Error porcentual medio.

ABS ERROR: Es el error absoluto obtenido.
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Conclusiones del capitulo 11

Con el estudio en campo realizado se cred una base de datos de las variables
de irradiacion solar y temperatura del afio 2 020, estas variables fueron
ordenadas tratadas de una manera adecuada para eliminar valores atipicos

que son los que distorsionan el modelo de prediccion.

Con la constante busqueda bibliografica y la aplicacion de la matriz de
confusion se llego a definir el modelo para utilizar en la prediccion, llegando
a elaborarlo con “arboles de decision” por su facilidad al momento de crear

su codigo vy la solvencia con la que brinda buenos resultados.

El modelo de prediccion random forest o arboles de decisién toma solamente
las variables que tienen mayor incidencia en la generacion fotovoltaica, para
que el modelo de prediccidn tenga mayor precision y el tiempo de respuesta
sea menor, también con el estado del arte que el algoritmo brinda se tiene

una respuesta a sistemas con parametros de comportamiento estocastico.
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CAPITULO I

APLICACION Y/O VALIDACION DE LA PROPUESTA

Mediante el andlisis tedrico del capitulo | y la metodologia plasmada en el capitulo
Il, se procede a realizar la validacion del modelo, indicando en este capitulo los
resultados obtenidos desde la elaboracion del algoritmo dando a conocer que
librerias se importd, como se entrend el modelo hasta llegar a validar comparandole

con el dato real de prediccion.
3.1 Analisis de resultados

Mediante la toma de datos realizados con el piranémetro Solar Power Meter
SM206, y comparadas con datos de la nasa y meteonorm se observo un pequefio
margen de error, considerando que la base de datos de estos programas se encuentra
hasta el 2 014 no estan datos del 2 020 que es el afio de estudio de la presente
investigacion. El mes con mayor irradiancia en el sector de Mulal6 en la hacienda
“La Campifia” es diciembre con (2,53 kWh/m2), mientras que en la mediacion el
que presenta una baja irradiancia es enero y junio con (2,11 kWh/m2), en la Tabla
3.1, se presenta la comparacion entre esta base de datos medida con el piranémetro

y los programas existentes en internet.

Tabla 3.1. Comparacidn con datos medidos

Afio Datos reales de un afio Nasa PVSyst 1983-2005 Meteonorm 2010-2014
Wh/m2 KWh/m2 Wh/m2 KWh/m2 Wh/m2 KWh/m2
211,22 2,11 163,7 1,637 170,6 1,706
234,55 2,35 172,8 1,728 154,1 1,541
216,25 2,16 194,7 1,947 165,2 1,652
234,54 2,35 171,6 1,716 157,6 1,576
214,90 2,15 166,5 1,665 143,3 1,433
211,40 2,11 155,4 1,554 1349 1,349
220,82 2,21 154,7 1,547 145 1,45
244,66 2,45 157,8 1,578 152,4 1,524
236,15 2,36 156,3 1,563 151,6 1,516
220,50 2,21 166,8 1,668 158,1 1,581
240,35 2,40 167,1 1,671 142,3 1,423
253,44 2,53 166,8 1,668 158,4 1,584
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Para apreciar de mejor manera estos datos se elabord una curva comparativa que se
muestra en la Figura 3.1. Por la presente comparacion e interpretacion de datos se
llega a la conclusion que el lugar es apto para implementar energia eléctrica a base
de energia fotovoltaica considerando también que la potencia requerida es baja
debido a que en la hacienda se desea encender ciertos electrodomeésticos con el fin

del confort y no perder su esencia ruastica.

Curva de irradiaciones

3,00
2,50
2,00
1,50
1,00
0,50
0,00

e
S
\\}

Datos reales de un afioc KWh/m?2 Nasa PVSyst 1983-2005 KWh/m?2
Meteonorm 2010-2014 KWh/m?2

Figura 3.1. Curva de comparacion de datos

En la relacion de curvas de la Figura 3.1. entre la real tomada en campo y las
existentes en base de datos de programas se lleg6 a analizar que el mes con mayor
irradiacion es diciembre que se encuentra en el puno 1, y el mas bajo lleg6 a ser

junio que es el punto 2, existiendo una diferencia de 0,42 kWh/m?2.

3.1.1 Anadlisis de las horas con mayor incidencia en el dia

En el capitulo 2 se analiz6 el diagrama de frecuencias de irradiacion totales, pero
en el presente capitulo se interpreta las horas cuando mas incidencia solar llega a la
hacienda que va desde las 11h00 am hasta la 01h30 pm, donde la irradiacion tiene
un valor de 127,5 W/m2 considerando el mayor porcentaje de 32 %, y la mas baja
con un porcentaje del 10% como se muestra en la Figura 3.2. La Tabla para obtener

esta curva se encuentra en el ANEXO 33, y mientras que el diagrama con las horas
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con menor incidencia se encuentra en el ANEXO 34, y su respectiva tabla de
analisis en el ANEXO 35.

Diagrama ( Frecuencia vs W/m2)
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Figura 3.2. Diagrama (Frecuencia vs W/m2) de la mayor incidencia de irradiacion solar

3.1.2 Toma de valores de potencia en la hacienda.

En la hacienda se realiz6 una toma de datos de potencia generada por un panel solar
marca ECOGREEN ENERGY de 500 W en diferentes dias y horas de cada mes
para tener una base de datos utilizados en el modelo de prediccidn, estos datos
importantes de acuerdo a la irradiacion son: circuito abierto (Vcc) y corriente de
cortocircuito (Icc). EI DataSheet del panel empleado se indica en la Tabla 3.2,

mientras que los demas datos del panel se encuentran en ANEXO 36 y 37.

Tabla 3.2. DataSheet del panel fotovoltaico.

a GREEN ENERGY

Potencia de Salida (Pmax) 330W
Tolerancia de potencia 5+-W

Voltaje de circuito abierto Voc 40V
Corriente de Cortocircuito Icc 13,76 A
Voltaje maximo (Vmp) 4080V
Corriente maxima (Imp) 13.00 A
Eficiencia 20,70%
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En la Tabla 3.3, se aprecia la potencia acumulada en un mes medida con un panel

de 500 W marca ya nombrada en la Tabla 3.2.

Tabla 3.3. Potencia acumulada aproximada en un mes.

Potencia con
Hora panel de S00W

(acumulada)
7:00:00 380.34
8:00:00 49823
9:00:00 62525
10:00:00 790.67
11:00:00 1025,39
12:00:00 1169.21
13:00:00 1235,23
14:00:00 127834
15:00:00 127823
16:00:00 702,87
17:00:00 29734
18:00:00 207.3

Con lamedicidn realizada se llega a conocer que la mayor generacion que me brinda
el panel empieza a la 13:00 pm con un valor maximo a las 14:00 pm de 1 278,34
esto debido a que esta es la hora pico donde més irradiacion va a capta el panel por
lo tanto va a brindarme una generacion mayor que la medida en distintas horas, los
datos se obtuvieron hasta las 18:00 debido a que el elemento de medicién de esa
hora en adelante ya no brindan valores. Los datos de la anterior tabla se interpretan

con una mejor calidad en la Figura 3.3.

. . , y =-33,116x2 + 430,84x - 215,97
Diagrama ( Frecuencia W/m2 al dia)
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Figura 3.3. Diagrama (Frecuencia W/m2 al dia)
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Con la aplicacion de las ecuaciones (2.4) y (2.5) planteadas en el capitulo Il y los
datos obtenidos en el sitio como se muestra en la Figura 3.4, se cre0 la Tabla 3.4,
donde se analizo la potencia desde las 07:00 am hasta las 18:00 pm, con un

promedio de datos por hora.

Tabla 3.4. Célculo de la Enegia asumiento un panel fotovoltaico.

Irradiacion | Potenciamaxima | Ficiencia del i
Heca (W/m2) generada Inversor B ()

\700:004 38034 1025 09 02
8:00:00 49823 140.1 09 126.1
9:00:00 62525 180.5 09 162.5
10:00:00 790.67 2333 09 2099
11:00:00 102539 308.1 09 2713
12:00:00 116921 3539 09 3185
13:00:00 123523 375.0 0.9 3375
14:00:00 127834 3887 09 3498
15:00:00 127823 388.7 09 3498
702.87 2053 09 1848

29734 76.0 09 68.4

2073 413 09 42,6
POTENCIA TOTAL GENERADA 2519.5

Figura 3.4. Datos obtenidos en la hacienda “La Campifia”.

Mediante el uso de la ecuacion (2.4), se llegd a determinar que la maxima potencia
en el dia 20 de mayo se encuentra entre la hora 14:00 y 15:00 donde se ve una
generacion de irradiacion de (1 278,23 W/m2) y por ende la potencia méaxima es de
(388,7 Wh). Con la ecuacion (2.4), se lleg6 a determinar una generacién de energia

de (349,8 Wh) que llega a ser la maxima de este dia.
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3.1.3 Inicio y adecuacién del programa

Este modelo fue creado en la plataforma Python en su plataforma de Google
Colaboratory o “Colab”, esta plataforma ayuda a escribir y ejecutar codigo de
programacién de una manera adecuada, es de mucho ayuda para datos de
aprendizaje, analisis de datos que es lo que se realiz6. Al iniciar el programa lo
primero que se realizd llamar a las librerias que fueron utilizadas en la elaboracién

del modelo. La Figura 3.5, indica las librerias que se cargaron.

import pandas as pd # Libreria PANDAS para importar datos

from datetime import datetime

import matplotlib.pyplot as plt

import numpy as np # Libreria NUMPY para manimulacidn de matriz en ndmeros reales

Figura 3.5. Librerias utilizadas.

Lectura de datos

Los datos se importan de un documento creado en formato CSV que contiene los
valores de las variables del afio 2 020, donde a la primera columna se le atribuye el
afo, la segunda el mes, la tercera el dia, la cuarta es la hora esta columna lleva letras
debido a que en la ejecucién del programa van a ser llamados y con esta
nomenclatura no me arrojé error en la importacion, este proceso se plasmé debido
al momento de la ejecucion el programa iban presentando estos problemas, la cuarta
es el tiempo en un intervalo de horas, y las columnas siguientes llevan las variables,
como es el 01 de enero en el que observa todas las variables que son empleadas en
el entrenamiento, como se muestra en la Tabla 3.5. Mientras que en la Tabla 3.6, es
ejemplo de un resultado ejecutado con errores sin asignar un nombre a las horas.
Los datos nulls deben ser tratados adecuadamente para no tener datos sin

concordancia ni logica.
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Tabla 3.5. Datos que se cargaron al modelo.

Year Mes Dia Hora Tiempo Irradiacion Temperatura Potencia

0 2020 1 1 A 0 0.00 8.64 4.000000

1 2020 A 1 B 1 0.00 8§63 4000000

2 2020 1 1 C 2 0.00 8§60 4000000

3 2020 A1 1 D 3 0.00 8§34  4.000000

4 2020 1 1 E 4 0.00 782 4000000

5 2020 1 1 F 5 0.00 7.38 4.000000

& 2020 1 1 G 6 28.40 702 8045584

7 2020 1 1 H 7 23275 723 36192254

g 2020 1 1 I 8 488.50 783 66388250

8 2020 1 1 J g 716.42 745 100163758

Tabla 3.6. Datos erroneos de la ejecucion del programa.

Year Mes Dia Tiempo Irradiacion Temperatura  Potencia
240 240 240 24.000000 24.000000 24.000000 24.000000
20200 1.0 1.0 11500000 302.017083 9.627917  32.250962
00 00 00 7071068 391672176 2.031433  36.225797
20200 1.0 1.0 0.000000 0.000000 7.020000 4.000000
20200 1.0 1.0 5.750000 0.000000 8.212500 4.000000
20200 1.0 1.0 11.500000 16.300000 8.705000 6.221092
20200 10 1.0 17.250000 639.680000 11.465000 65.210087
20200 1.0 1.0 23.000000 1010.950000 13.360000 100.163758

Los datos faltantes es decir los nulls se fueron completando mediante la media

aritmética teniendo en cuenta que en las horas de la noche no existe irradiacion

solar.

Variables importantes en la prediccion

En el modelo se emplearon tres variables las mas importantes como: irradiacion

solar, temperatura y potencia, pero existieron otras variables utilizadas y mediante

el pseudocddigo que se observa en la Figura 3.6, se dan un porcentaje y se tabula a
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las variables mostradas en el capitulo 1. En el ANEXO 38, se muestra una tabla

con la totalidad de las variables.

# Import matplotlib for plotting and use magic command for Jupyter Notebooks
import matplotlib.pyplot as plt

%matplotlib inline

# Set the style

plt.style.use( 'fivethirtyeight')

X_values = list(range(len(importances))) # list of x locations for plotting
plt.bar(x_values, importances, orientation = 'vertical') # Make a bar chart
plt.xticks(x_values, feature listl, rotation="wvertical’) # Tick labels for x axis
plt.ylabel('Porcentaje’);

plt.xlabel('Variables');

plt.title(( Importancia - Variables del M&todo de Prediccidn'),fontsize=18, color="BLACK", alpha = 1)

Figura 3.6. Pseudocddigo de variables.

3.1.4 Resultados de la ejecucion del modelo de prediccion diario

Después de entrenar el modelo con las variables planteadas en el capitulo II, se
obtuvo una prediccién similar a la real, para contextualizar el modelo se entrend
con las variables del dia 01 y del dia 20 pero al momento de ingresar las variables
se elimina o no se le deja ver al programa la variable a predecir, para este proceso
se debe entrenar adecuadamente los datos para que brinde un resultado cercano al
real. En la Figura 3.7, se plantea el pseudocddigo que se ingreso para comparar las
variables y en la Figura 3.8, se llega a graficar el resultado de la prediccion en un

grafico de curvas realizado en el software empleado en la presente investigacion.

# Grafica Potencia Original VS Potencia Predecida

from datetime import datetime

import matplotlib.pyplot as plt

#plt.plot(fecha2e,potencia_inicial?e, 'r.--', alpha = 8.4)
plt.plot(fecha2e,potencia_inicial2e,color="green", lw=8.5, ls="--', label = 'Potencia Original') #marker='o0'
plt.plot(fecha2@,predictions,color="blue", lw=8.5, ls="--', label = 'Potencia Predecida')
plt.legend()

plt.gcf().set _size inches(18, 5)

plt.xticks(rotation = '68');

plt.xlabel('Fecha (Afio/Mes/Dia/Hora)",fontsize=16, color="black")

plt.ylabel( 'Potencia (W)', fontsize=16, color="black")

plt.title(('POTENCIA DIA 20'),fontsize=18, color="BLACK", alpha = 1)

plt.shou()

Figura 3.7. Pseudocddigo de grafico de potencia original vs potencia predicha.
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POTENCIA DIA 20

100 | Potencia Original
- Potencia Predecida

80

=]
(=]

Potencia (W)
5

Figura 3.8. Gréfica de resultado.

La Figura 3.8. es el resultado obtenido con el modelo elaborado a base de machine
learning y su libreria random forest que tiene la capacidad de predecir generacion
fotovoltaica. La variable original se encuentra en la curva de color verde mientras
que la variable de prediccion se encuentra de color azul, como se aprecia el

comportamiento de las curvas tiene una cierta diferencia una de la otra.

Error absoluto

# Calculate the absolute errors

errors = abs(predictions - labels28@)

print(‘Mean Absolute Error:', round{np.mean{errors), 2), ‘'Watios.")
# Calculate mean absolute percentage error (MAPE)

mape = 18@ * ((errors) / (labels2e))

print({mape)

accuracy = 188 - np.mean(mape)

print('Accuracy:', round(accuracy, 2), "%.")

Figura 3.9. Gréfica de resultado.

La Figura 3.9, indica el proceso ingresado al software para determinar el MAPE o
error absoluto, donde se va restando los datos de la variable de prediccion con los
de la variable original. Con la ejecucion del pseudocddigo se lleg6 a obtener datos
plasmados en la Tabla 3.7, donde se emplearon las férmulas planteadas y detalladas
en el capitulo Il para encontrar el error. El error absoluto resultante es de 3,24
Watios brindado un rendimiento del modelo de 91,41 %, con este porcentaje se

concluye que el modelo esté& correctamente desarrollado y tiene un funcionamiento

70



adecuado. En la Figura 3.10, se corrobor6 los datos obtenidos en célculo con los

arrojados por el modelo.

Tabla 3.7. Tabla de calculo del error.

HORA P.ORIGINAL

0:00 4

1.00 4

2:00 4

3:.00 4

4:00 4

500 4

6:00 5,881766 | 20,7972343
7:00 34,889350 | 23,6905818
800 56,218391 | 12,3372841
9:00 99,668456 | 12,0486777
10:00 81,525365 ]

11:00 91496111 3,17641151
12:00 96,206394 5,71873176
13.00 91,150005 | 39321188
14:00 9,172156 | 8,10776087
15:00 56,259800 | 14,6347801
1600 36,802668 3 | 45,5025183
17:00 18,945200 | 8,45576188
18:00 4,889518 12,390117
19.00 4,000000

20:00 4,000000

21.00 4,000000

22:00 4,000000

23:00 4,000000

Mean Absolute Error: 3.24 Watios.
[ 2.48489356 2.48489395 2.48480396 2.48485396 2.48489396 21.83382169

28.79722728 23.69853282 12.33728419
5.7187323  3.93211%@8 B8.18776879
12.39@81128 8. a.

12.84867819 2.22316614 3.17641182
14.63478638 45.50251674 8.47638379
a. a. a.

]

Accuracy: 91.41 %.

Figura 3.10. Error absoluto.

3.1.5 Resultados de la validacion del modelo de prediccion mensual

Mediante el analisis de los datos recolectados se plante6 una base mensual similar
a la base de datos diaria a diferencia que se aplicé la base de datos completa, en el
proceso se identifico las relaciones puntuales entre las variables mas utilizadas o las
que mayor porcentaje de participacion tienen para demostrar la eficiencia del
modelo predictivo que se elabord con random forest. El algoritmo para ser mas
preciso debe actuar sobre él diferentes variables en el andlisis bibliografico previo

realizado, se describe que un modelo llegue a tener una efectividad del 99 % cuando
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intervienen 5 variables, pero para ser ejecutado se puede entrenar y validar desde 3
variables, este modelo fue entrenado con 3 variables con un rendimiento del 92,95
%, en la Figura 3.11, se observa la curva planteada de la variacion de los
componentes principales, en el punto 1 se interpretd con tres variables un
rendimiento del modelo ya aceptable y en el punto 2, con més variables llega a ser

una prediccién que ya entra en la exactitud de la real.

Variacion de COMPONENTES PRINCIPALES

100 4
/‘/27

201

0 2 4 6 8 10
Figura 3.11. Variacion de componentes principales.

La prediccion mensual se realizd bajo el mismo procedimiento de la prediccion
diaria tomando los valores de variables de un mes cualquiera para entrenarle y del
mes que se desea predecir la variable deseada se importa las demas variables y se

le oculta la que se desea importar este proceso fue detallado en el capitulo 1I.

La prediccion mensual elaborada es del mes 05 es decir mayo, se entrend con los
datos de marzo. Las curvas de irradiacion solar y temperatura del mes de mayo se
encuentran en ANEXO 39 y 40. El proceso de entrenamiento se elabord con los
mismos 1 000 arboles de decision. En la Figura 3.12, se muestra el pseudocodigo
para graficar la curva de la variable de prediccion vs la variable real después de

realizar los procesos como: codificacion, entrenamiento.
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# Grafica Potencia Original VS Potencia Predecida

from datetime import datetime

import matplotlib.pyplot as plt

#plt.plot(fecha2d,potencia_inicial2d, 'r.--', alpha = 8.4)
plt.plot(fechas,potencia_inicials,color="green", lw=8.7, ls="--", label = 'Potencia Original') #marker="0"
plt.plot(fechas,predictionss, color="blue", lw=8.7, ls="--", label = 'Potencia Predecida’)
plt.legend()

plt.gcf().set_size inches(12, &)

plt.xticks(rotation = '68");

#plt.xticks(range(8,708,1688),fechas)

plt.xticks(np.arange(@, 744, step=24))

plt.xlabel('Fecha (Afio/Mes/Dia/Hora)",fontsize=16, color="black")

plt.ylabel('Potencia (W)', fontsize=16, color="black")

plt.title(('POTENCIA MES 5'),fontsize=18, color="BLACK", alpha = 1)

plt.show()

Figura 3.12. Pseudocddigo de las curvas.

En la Figura 3.13, se plasma los resultados de la ejecucion del seudocddigo,
arrojando dos curvas; la curva de color verde es la variable real mientras que la
curva de color azul es la variable de prediccion. Cabe recalcar que en la prediccion
mensual se exponen los 31 dias correspondientes al mes de mayo, con esta
prediccion obtenida se puede realizar un analisis de para conocer si dicha

irradiacion va a cubrir la demanda solicitada.

POTENCIA MES 5

1 --- Potencia Original
100 4 2 . .
, 1 4 --- Potencia Predecida
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1.- El punto mas elevado en la prediccion es el 06 de mayo arrojando una potencia

de generacion sobre los 97 W.
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2.- El puno més bajo en la prediccion aparece en el dia 19 de mayo con una potencia

de generacion bajo los 95W.

El modelo de prediccion basado en Arboles de decision cred una curva por cada dia
del mes, empieza en el 01 hasta el Ultimo dia del mes de mayo que es el 31. Mientras
se ejecutd el modelo se fue probando varias predicciones como se muestran en los
ANEXOS 41, 42 Y 43, hasta que el error resultante esté dentro de los parametros
adecuados y permisibles.

Error de prediccion mensual

# Calculate the absolute errors

errors5 = abs(predictions5 - labelsS)

print('Mean Absolute Error:', round(np.mean(errors5), 2), 'MWatios.")
# Calculate mean absolute percentage error (MAPE)

mape5 = 188 * ((errors5) / (labels5))

print(mapes)
accuracy5 = 188 - np.mean(mapes)
print('Accuracy:’, round(accuracy5, 2), '%.")

Figura 3.14. Error de prediccion mensual.

La Figura 3.14, muestra el pseudocodigo para obtener el error absoluto y el MAPE
del modelo mensual, donde se lleg6 a una precision del 94,47% de error, es decir la
potencia de prueba colocada tuvo un margen de error de 2,37 Wattios, por ende el

rendimiento mensual se incrementd a comparacion diario al 94,47%.

Mean Absolute Error: 2.37 Wattios.

Accuracy: 94.47 %.

Por la magnitud de datos de prediccion la tabla se plantea en ANEXO 44.

3.1.6 Validacion cruzada del modelo de prediccion (Cross-Validation)

Para estimar el desempefio del modelo predictivo se utilizé la Validacion Cruzada,
para la prediccion se dividid el proceso en dos partes entrenamiento e
implementacion. La primera parte es exclusiva para entrenar el modelo y en la

implementacion se aplicé datos que no son observados por el algoritmo para
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conocer el resultado en la implementacion real, para este algoritmo se utilizé 1 000

arboles de decision como se explica en la investigacion.

En el proceso de creacion se fueron aplicando datos de prueba para llegar a un
desempefio de investigacion idoneo. Primero se cre6 un modelo con 100 Arboles
de decisién, pero el desempefio de entrenamiento fue de 0,8012 y el desempefio de
implementacion fue més bajo ain con un 0,7354, motivo por el cual el error es muy
amplio y no se llegd a una prediccion real del modelo. La validacion cruzada consta
en dividir la tabla de las variables de ingreso en partes iguales, en el caso de la
investigacion se llegd a dividirse en 1 000. En la Tabla 3.8 se muestran los datos
obtenidos de la evaluacién. Donde el minimo valor 1 se considera 100 y el maximo

son los 1 000 arboles utilizados.

Tabla 3.8. Tabla de evaluacion de validacién cruzada.

VALIDACION CRUZADA
EVALUACION K RESULTADO

EVA 10 0,50
EVA 9 0,51
EVA 8 0,50
EVA 7 0,49
EVA 6 0,52
EVA 5 0,50
EVA 4 0,51
EVA 3 0,50
EVA 2 0,49
EVA 1 0,52

PROMEDIO 0,504

Para la validacion del modelo de prediccion se utilizé un valor seteado de 1 000 y

con los datos de las variables de cada mes aplicando el proceso mencionado.

K: se debe aplicar valores de 5 0 10 que son los mas recomendados debido a que si
aumenta K aumenta proceso de entrenamiento y por ende tiene al aumento el
desempefio del modelo. Este proceso se utilizd para la prediccion por dia debido a

que los datos no son en gran magnitud.
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El modelo final fue entrenado con toda la tabla de datos, el nimero 1 000 indica las
rondas que se entrend el modelo, este proceso se realizd para ver el numero de
rondas totales que se va a utilizar en el modelo. En la Figura 3.15, se encuentra la
curva de entrenamiento, esta incrementa debido a la magnitud de datos. Y también
se observa la curva de desempefio de prediccidn esta curva se va a estabilizando

debido a que se lleg6 al nmero de rondas necesarias para el modelo de prediccion.

“Desempefio de
entrenamiento

Desempenic de
| prediccion

Figura 3.15. Curvas de desempefio.
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Conclusiones del capitulo 111

Mediante los datos obtenidos de irradiacion solar en el lugar de la
investigacion se determind el mes que van a tener el pico més elevado como

es agosto y el mas bajo que es julio.

La presente investigacion tiene como resultados dos simulaciones la primera
es la prediccion diaria del dia 20 de enero siendo entrenado con el dia 01 del
mismo mes, mientras que la segunda prediccion mensual se entrené con el

mes de marzo para dar como resultado una prediccion de mayo.

Con la validacion cruzada se llegé a conocer la exactitud de arboles de
decision con los que se elaboro el modelo, mediante varias pruebas erréneas
se llegd a determinar 1 000 arboles ya que me permitio ingresar la totalidad

de la base de datos obtenida.
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CONCLUSIONES

Tras el andlisis bibliogréfico se llegé a seleccionar el algoritmo para la
prediccion como lo es arboles de decision, debido a que textualmente
analizado trabaja con datos estocasticos y su interpretacion es simple. Y
mediante el analisis comparativo con dos algoritmos predictivos con la
herramienta matriz de confusion es el mas cercano a la variable real con las
siguientes medidas de rendimiento: precision de 0,4780, exactitud de 0,4791
y la funcién F1 de 0,4486.

Como se vino observando en el desarrollo de la investigacion la irradiacion
llega de forma variable donde los meses con mayor incidencia son marzo
623,70 (W/m?) y septiembre con 629,53 (W/m?). Se consideré una
irradiacion de 7 horas captadas para llegar a obtener un factor de planta del
35 % y en el mejor escenario se considerd 12 horas de incidencia para tener

un factor de planta del 50,4 %.

Se llego a solventar el objetivo especifico la creacidn del algoritmo con el
cual se elaboré dos predicciones una diaria y una mensual, siendo la mas
acertada la mensual que tiene un rendimiento del 94,4 % a comparacion de
la prediccidn diaria que tiene un rendimiento del 91,41 %, esto es debido a
que en la prediccion mensual se ingresa al proceso de entrenamiento la base
de datos completa y el resultado depende de un entrenamiento pertinente del
80 %.

El proceso que se cumplio para llegar a una prediccion diaria consta en
ingresar las variables de irradiacion, temperatura y potencia de prueba del
01 de enero y predecir la potencia de prueba del dia 20 del mismo mes en la
comparacion con la variable real se tiene un error minimo de 3,24 watios.
En la prediccion mensual se ingreso en el entrenamiento las variables de
irradiacion, temperatura y potencia de prueba del mes de marzo para
predecir la potencia de prueba del mes de mayo dandome un error minimo

de 2,37 watios comparado con la variable real, llegando a concluir que el
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algoritmo brinda una prediccion la cual solventa los objetivos planteados en

esta investigacion de una manera satisfactoria.
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RECOMENDACIONES

Dentro de la investigacion muy exitosa como lo fue la elaborada, se desea
extender los estudios expuestos con algoritmos de prediccion para llegar a
crear un modelo de optimizacion completo que en su prediccion tenga un

rendimiento elevado y el resultado sea similar a la variable real.

Tomando en cuenta la implementacion que se esta dando de las energias
renovables, se recomienda obtener datos eélicos para realizar una prediccion
con el algoritmo creado, para cuando se dé una implementacion de un
modelo solar y no cubra la carga por factores externos al disefio se

complemente con la energia eolica.

En base a los resultados obtenidos y los escenarios que se plasmaron con la
recopilacion de datos, se recomienda alargar la investigacion siendo el
principal tema de estudio las consecuencias y el problema que traeria la
emision de ceniza por parte del volcan Cotopaxi en sistemas fotovoltaicos,
en qué porcentaje disminuiria la irradiacion solar en el ambiente y que

soluciones se podria dar para contrarrestar este caso fortuito.

Con la elaboracion del algoritmo es recomendable en estudios posteriores la
implementacién de nuevas variables que pueden ayudar a aumentar el
porcentaje de rendimiento del modelo y explicar el comportamiento de la
irradiacion solar, valerse de variables adicionales como velocidad del viento,
humedad relativa, punto de rocio entre otros que puede ser de gran aporte

para robustecer el modelo.
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ANEXOS

ANEXO 1: Curva de irradiacion solar de febrero.
IRRADIACION SOLAR DEL MES DE FEBRERO
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ANEXO 2: Irradiacion solar diaria promedio de febrero.

VARIACION DE LA IRRADIACION DIARIA
PROMEDIA POR DIA
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ANEXO 3: Curva de irradiacion solar de marzo.

IRRADIACION SOLAR DEL MES DE
MARZO
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ANEXO 4: Irradiacién solar diaria promedio de marzo.

VARIACION DE LA IRRADIACION DIARIA
PROMEDIA DE MARZO
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ANEXO 5: Curva de irradiacion solar de abril.

IRRADIACION SOLAR DEL MES DE
ABRIL
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ANEXO 6: Irradiacion solar diaria promedio de abril.

VARIACION DE LA IRRADIACION DIARIA
PROMEDIA DE ABRIL
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ANEXO 7: Curva de irradiacion solar de mayo.

IRRADIACION SOLAR DEL MES DE
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ANEXO 8: Irradiacién solar diaria promedio de mayo.

VARIACION DE LA IRRADIACION DIARIA
PROMEDIA DE MAYO
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ANEXO 9: Curva de irradiacion solar de junio.

IRRADIACION SOLAR DEL MES DE

JUNIO

ANEXO 10: Irradiacion solar diaria promedio de junio.

VARIACION DE LA IRRADIACION DIARIA
PROMEDIA DE JUNIO
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ANEXO 11: Curva de irradiacion solar de julio.

IRRADIACION SOLAR DEL MES DE
JULIO

ANEXO 12: Irradiacion solar diaria promedio de julio.

Irradiacién solar (w/m2)
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ANEXO 13: Curva de irradiacion solar de agosto.

IRRADIACION SOLAR DEL MES DE
AGOSTO

ANEXO 14: Irradiacién solar diaria promedio de agosto.
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ANEXO 15: Curva de irradiacion solar de septiembre.

IRRADIACION SOLAR DEL MES DE
SEPTIEMBRE

ANEXO 16: Irradiacién solar diaria promedio de septiembre.
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ANEXO 17: Curva de irradiacion solar de octubre.

IRRADIACION SOLAR DEL MES

OCTUBRE

ANEXO 18: Irradiacion solar diaria promedio de octubre.
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ANEXO 19: Curva de irradiacién solar de noviembre.

IRRADIACION SOLAR DEL MES DE
NOVIEMBRE
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ANEXO 20: Irradiacién solar diaria promedio de noviembre.

VARIACION DE LA IRRADIACION DIARIA
PROMEDIO DE NOVIEMBRE
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ANEXO 21: Curva de irradiacién solar de diciembre.

IRRADIACION SOLAR DEL MES DE
DICIEMBRE

~
=
~
2
2
)
Q
<
o
<
o
e

ANEXO 22: Irradiacion solar diaria promedio de diciembre.

VARIACION DE LA IRRADIACION DIARIA PROMEDIO
DE DICIEMBRE

620
615
610
605
600
595
590
585
580
575

Irradiacion solar (w/m2)

Dia

93



ANEXO 23: Irradiacién promedio de cada mes.

IRRADIACION SOLAR PROMEDIO DEL ANO POR HORAS

ENERO FEBRERO MARZO ABRIL MAYO JUNIO JuLio AGOSTO |SEPTIEMBRE| OCTUBRE |NOVIEMBRE| DICIEMBRE
0:00 0 0 0 0 0 0 0 0 0 0 0 0
1:00 0 0 0 0 0 0 0 0 0 0 0 0
2:00 0 0 0 0 0 0 0 0 0 0 0 0
3:00 0 0 0 0 0 0 0 0 0 0 0 0
4:00 0 0 0 0 0 0 0 0 0 0 0 0
5:00 0 0 0 0 0 0 0 0 0 0 0 0
6:00 21,76276 | 15,6851724 | 22,0503226 | 32,1196667 | 35,2448387 | 27,2306667 | 19,8767742 | 24,6906452 45,25 74,3870968 73,68 44,3522581
7:00 212,04966 | 197,608276 | 221,786774 | 243,605333 | 234,816129 | 213,563333 | 194,326452 | 218,316452 | 273,715333 | 322,19871 | 311,285667 | 261,397742
8:00 467,48862 | 461,539655 | 489,467097 | 497,924333 | 477,094839 | 446,920333 | 431,237742 | 469,774839 | 538,897 | 586,550645 | 566,988 | 514,020968
9:00 697,52828 | 701,094483 | 718,096129 | 729,787333 | 694,393548 | 657,250667 | 648,590645 | 696,924516 | 768,875333 | 809,713548 | 784,822 | 734,809677
10:00 873,36793 | 888,283793 | 905,018387 | 904,177 855,89129 | 815,958333 | 817,931935 | 868,400968 | 938,068 | 968,795806 | 940,642 | 898,942581
11:00 981,71379 | 1008,56552 | 1013,67387 | 1004,617 | 947,258065 | 907,138333 | 913,085161 | 969,131935 | 1031,13867 | 1049,54226 | 1020,61567 | 991,612258
12:00 1013,66276 | 1026,69862 | 1041,15613 | 1026,17933 | 960,360645 | 937,602 | 953,915161 | 1016,53452 | 1053,18233 | 1051,04419 | 1015,68067 | 1009,26839
13:00 956,43966 | 975,387586 | 989,096774 | 962,941333 | 894,966839 | 880,428 | 901,568065 | 958,816129 | 983,033 | 968,470323 | 933,562 | 943,564839
14:00 836,98828 | 850,698621 855,78 819,917667 | 756,406129 | 752,069667 | 776,457097 | 823,623548 | 833,534333 | 814,169032 | 776,327 801,66
15:00 645,55897 | 657,534483 | 657,507097 | 801,010333 | 558,180645 | 563,498 | 588,986452 | 624,615484 | 618,755 | 584,313548 | 557,640333 | 596,387742
16:00 405,81517 | 414,19931 | 414,804194 | 361,494 | 323,737419 | 336,207333 | 360,353548 | 380,835806 | 361,672 | 323,542581 | 304,973667 | 351,242581
17:00 156,65207 | 164,337931 | 156,068065 | 116,763333 | 99,0654839 | 114,357667 | 127,378065 | 134,312581 | 108,345 | 74,9254839 | 69,7176667 | 111,00129
18:00 7,62069 | 10,5144828 | 6,95322581 | 0,37066667 0 0 3,97451613 | 2,4416129 0 0 0 0,24193548
19:00 0 0 0 0 0 0 0 0 0 0 0 0
20:00 0 0 0 0 0 0 0 0 0 0 0 0
21:00 0 0 0 0 0 0 0 0 0 0 0 0
22:00 0 0 0 0 0 0 0 0 0 0 0 0
23:00 0 0 0 0 0 0 0 0 0 0 0 0
ANEXOQO 24: Curva de irradiacién promedio de cada mes.
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ANEXO 25: Tabla de frecuencias de irradiacién solar.

. Frecuencia | Frecuencia | Frecuencia | Frecuencia | Frecuencia [Porcion de la
Tiempos de Espera ) :
absoluta relativa relativa | porcentual | porcentual Torta
[3; 254] [3; 255) 3664 0,29820135 0,30 29,8% 29,8% 107,35
[255; 506] [255, 507) 3322 0,27036705 0,57 27,0% 56,9% 97,33
[507; 758] [507; 759) 2882 0,23455685 0,80 23,5% 80,3% 84,44
[759; 1010] [759; 1011) 2419 0,19687475 1,00 19,7% 100,0% 70,87
Total 12287 1 100% 360,00
ANEXO 26: Torta de frecuencias de irradiacién solar.
Diagarma de torta de frecuencia
= [3;255) = [255, 507) [507; 759) [759; 1011)
ANEXO 27: Tabla de prueba del modelo de prediccion.
The shaps of our features is: (24, B)

Year Mes Dia Hora Tiempo Irradiacion Temperatura Potencia

0 2020 1 1 A 0 0.00 864 4 000000

1 2020 1 1 B 1 0.00 8563 4003000

2 2020 1 1 C 2 0.00 8.60 4.000000

a 2020 1 1 D 3 0.00 834 4 000000

4 2020 1 1 E 4 0.00 7.82 4003000

5 2020 1 1 F 2 0.00 7.38 4000000

6 2020 1 1 G 6 26.40 702 8.045584

T 2020 1 1 H 7 23275 T.23 36192254

8 2020 1 1 | 8 488.50 7.83 66.388250

9 2020 1 1 J 9 T16.42 745 100163758
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ANEXO 28: Curva de Irradiacion del dia 20.

Datos de Prueba - Irradiacion Solar - Dia 20
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ANEXO 29: Curva de Temperatura del dia 20.
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ANEXO 30: Cddigo para graficar curvas.

# Grafica Irradiacidn Solar MES 3

from datetime import datetime

import matplotlib.pyplot as plt

#plt.plot(fecha,features.iloc[:,5], 'g.-', alpha = 8.6)
plt.plot(fecha3,features3.iloc[:,5],color="green", lu=1, ls="--", label = 'Irradiacién Mes Marzo')
plt.legend()

plt.gcf().set_size inches(12, &)

plt.xticks(rotation = '€8");

plt.xticks(np.arange(8, 744, step=24))

plt.xlabel('Fecha (Afo/Mes/Dia/Hora)’,fontsize=16, color="black")

plt.ylabel( 'Irradiacién (W/m2)", fontsize=16, color="black")

plt.title(('Datos de Entrenamiento - Irradiacidn Selar - Mes Marzo'),fontsize=18, color="BLACK", alpha = 1)
plt.shou()

print( ' #HE#HHHEHTRS H)

# Grafica Temperatura MES 3
#plt.plot(fecha,features.iloc[:,6], 'r.-", alpha = 1)
plt.plot(fecha3,features3.iloc[:,6],color="red", lw=0.8, ls="--", label = 'Temperatura Mes Marzo')
plt.legend()

plt.gcf().set_size_inches(12, o)

plt.xticks(rotation = '68");

plt.xticks(np.arange(8, 744, step=24))

plt.xlabel('Fecha (Afio/Mes/Dia/Hora)’,fontsize=16, color="black")

plt.ylabel('Temperatura °C', fontsize=16, color="black")

plt.title(( 'Datos de Entrenamiento - Temperatura - Mes Marzo'),fontsize=18, color="BLACK", alpha = 1)
plt.show()

P SPTS——

ANEXO 31: Pseudocodigo de importacion de datos fotovoltaicos.

H##F##HE Proceso de importacion de datos fotovoltaicos para PRUEBA

import pandas as pd # Libreria PANDAS para importar datos

features5 = pd.read csv('Datos Solar 2828 mes5.csv') # Importacion de datos fotovoltaicos

fechab = featuress.iloc[:,8] # Fecha inicial para graficar

potencia inicial5 = features5.iloc[:,8] # Potencia original base de datos

featuress = featuresS.drop(['Fecha'], axis=1) # Elininacidn columna fecha de la matriz de datos

print('The shape of our features is:', featuresS.shape) # Verificacion del tamaio de la matriz de datos
feature lists = list(features.columns) # Guardo los tags de las columnas de la base de datos fotovoltaicos
features5.head(18) # Verificacion de datos importados
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ANEXO 32: Tabla de importacion de datos fotovoltaicos mensuales.

The shape of our features is: (744, 3)
Year Mes Dia Hora Tiempo Irradiacion Temperatura Potencia
0 2020 3 1 A 0 0.00 8.64 3770000
1 2020 5 1 B 1 0.00 8.63 3770000
2 2020 & 1 C 2 0.00 8.60 3.770000
s 2020 5 1 D 3 0.00 §8.34 3770000
4 2020 & 1 E 4 0.00 7.82  3.770000
5 2020 5 1 F 5 0.00 7.38 3770000
6 2020 & 1 G B 26.95 7.02 7.609031
7 2020 9 1 H 7 185.92 7.23 29485076
8 2020 & 1 I 8 417.35 7.83 57.071405
9 2020 9 1 J 9 641.30 7.45 89.6850537
ANEXO 33: Tabla diagrama de frecuencias.
INCIDENCIA DE IRRADIACION 11:00 A 13:00 am
Medida Medida Medida . .
. . ) Frecuenciade | Procentaje de
Item Minima Maxima Promedio Incidencia Incidencia
(W/m2) (W/m2) (W/m2)
1 87 168 1275 16 32,0%
2 165 235 200 8 16,0%
3 260 320 290 6 12,0%
4 280 297 288,5 9 18,0%
5 390 450 420 11 22,0%
6 380 420 400 7 14,0%
7 290 360 325 5 10,0%
N de Muestras 62
Medida Minima (W/m2) 264,6
Medida Miaxima (W/m2) 3214
Intervalo de medida (s) 80
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ANEXO 34: Diagrama (Frecuencia vs W/m2) de la mayor incidencia de irradiacion solar.
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ANEXO 35: Tabla diagrama de frecuencias de menor incidencia de irradiacién solar.

M?d.'da M?d.'da Medlda} Frecuencia de Porcentaje de
Item Minima Maxima Promedio Incidencia Incidencia
(W/m2) (W/m2) (W/m2)
1 830 1280 1055 4 8,0%
2 980 1270 1125 5 10,0%
3 1250 1480 1365 14 28,0%
4 1360 1380 1370 15 30,0%
5 1280 1420 1350 9 18,0%
6 1380 1389 1384,5 8 16,0%
7 1200 1429 1314,5 5 10,0%
N de Muestras 60
Medida Minima
(Wim2) 1182,9
Medida Maxima
(W/m2) 1378,3
Intervalo de medida (s) 80
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ANEXO 36: Panel fotovoltaico ECOGREE ENERGY.

ATLAS

530-550 W /144 Cells /10 Bus Bars

Monocristalline Module
EGE-530-550W-144M (M10)

Frangaise

CERTIFICATES
1SO 9001:2015/ PV CYCLE / CE

LINEAR PERFORMANCE WARRANTY

12-Year Product Warranty - 25-Year Linear Power Warranty

e -‘

Guaranteed module performance

tndustey standaid [ €0t panelslineacwaranty [

ECOGREEN ENERGY

Building a Greener World

Eco Green Energy's modules are only
made of grade A solar cells with a very
high efficiency and ensured more than 25
years lifespan.

KEY FEATURES

Lower LCOE and BOS

Anti PID/ Low LID protection

Lower temperature coefficient

More power output in weak light condition,

(@)
@ Less Hot Spot Shading effects
.

such as haze, cloudy, and morning.

25 | ouTPUT POWER WARRANTY

12 | rrobucT WARRANTY

® © FETE ~=E D& ® X

Eco Green Energy Group Ltd. 2018 All rights reserved.
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ANEXO 37: DataSheet del panel fotovoltaico ECOGREE ENERGY .

ELECTRICAL DATA AT STC*

Power output (Pmax} 530 W 535 W 540W 545 W 550 W

Power tolerance 0~+5W O0~+5W 0~+5W 0~+5W 0~+5W
Module efficiency 207 % 209% 21.1% 213% 215%

Maximum power voltage (Vmp} 40.80V 41.00V 41.20V 4140V 4160V
Maximum power current (Imp} 13.00 A 1305 A 13.11A 1317A 13.23A
Open circuit voltage (Voc} 4900V 4320V 4940V 4960V 4980V
Shert circuit current {Isc} 1376 A 1381 A 13.87A 13.93A 13.99A
*Standard Test Conditions: Irradiance: 1000 W / m? + Cell temperature: 25°C + AM: 15

ELECTRICAL DATA AT NMOT*

Power output (Pmax)} 395W 399W 402 W 406 W 410W

Maximum power voltage (Vmp} 3800V 3820V 3840V 3860V 38.80V
Maximum power current (Imp} 1040A 10444 1049 A 10.54A 1058 A
Open circuit voltage (Voc) 4590V 4610V 4630V 4640V 4660V
Short circuit current {Isc} 11.09A 1MA3A 11.18A 1M.23A 11.28A

*Nominal Operating Cell Temperature: Irradiance: 800 W/ m? « Ambiant temperature: 20°C « AM: 1.5 + Wind speed: 1 m/s

TEMPERATURE CHARACTERISTICS

I-V CURVES

NMOT 41°C #3°C
Temperature coefficient of Pmax -0.36%/°C
Temperature coefficient of Voc -0.28%/°C
Temperature coefficient of Isc +0.05%/°C

MAXIMUM RATINGS

| s000we’

Operating temperature range -40°C~+85°C
Maximum system vcltage 1500V
Max series fuse rating 25A
Max front load (e.g.: snow} 5400 Pa Voltage
Max back load (e.g.: wind}) 2400 Pa
ENGINEERING DRAWINGS (mm)
MECHANICAL CHARACTERISTICS
Cell type Monocrystalline (182x182 mm) aii
- 33 "

Number of cells 144 EL T 7 Frame Cross Section A-A
Dimensions 2279x1134x35mm {1.5mm Cell Gap) E? e

(=
Weight 29kg 35 ‘
Glass 3.2 mm tempered glass R  —

= = g [z o |13 35
Frame Ancdized aluminium allo = - & 3
L Frame Cross Section B-B
Juncticn box IP68 52
4.0 mm?

Cable Landscape: N 1400mm/P 1400mm ——1y

Portrait: N 200mm/P 300mm

Connector MC4 compatible

PACKAGING (2279x1134x35mm)

Type Pcs/ Type Weight
Per Pallet 30 pcs 910 kg
20ft GP Container 240pcs (5pallets+45cartons) 7.28t

40ft GP Container 510PCS (10pallets+105cartons) 1547t
40ft HQ Container 600PCS (20pallets) 18.20t

Eco Green Energy Group Ltd. 2018. All rights reserved.
Add: 299 Xing Cheng Road, Chong Chuan District, Nantong,

Jiangsu, China

'@3% L=y 25.4L
w—'
~

Spedifications included in this datasheet are subject to change
without prior notice. Refer to our website for further informa-

tion or contact one of our sales staff.

Tel: +86 513 66650088 / £-mail: info@eco-greenenergy.com WWW.eCo-greenenergy.com
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ANEXO 38: Tabla de variables utilizadas.

Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:
Variable:

Irradiacion
Temperatura
Tiempo
Year
Mes
Dia
Hora_A
Hora B
Hora_C
Hora D
Hora_E
Hora_ F
Hora_G
Hora_ H
Hora_I
Hora_ 1]
Hora_k
Hora L
Hora M
Hora_N
Hora O
Hora_P
Hora Q
Hora_R
Hora_ 5
Hora_T
Hora_ U
Hora_W
Hora W
Hora_X

Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:
Importance:

2000000000000 0000000000000

0000000000300 00000000000®R

(xR o R Ua
= ka2 un

ANEXO 39: Curva de Irradiacion solar mes de mayo.
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ANEXO 40: Curva de Temperatura mes de Mayo

Datos de Prueba - Temperatura - Mes 5
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ANEXO 41: Pruebas de prediccion.

Actual and Predicted Values
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ANEXO 42: Curva de Temperatura mes de mayo.

Actual and Predicted Values
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ANEXO 43: Curva de Temperatura mes de Mayo.
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ANEXO 44: Célculo de la potencia.
Mean Absolute Error: 2.37 Watios.
[7.95755968e-01 7.95755968e-01 7.95755968e-01 7.95755968e-01
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ANEXO 45: Resultados arrojados por el programa.

ALGORITMO K-MEANS

from sklearn.cluster import KMeans
X = datos[:,8:-1]
data

Precisidén promedic: 8.7222222222222222
Exactitud promedic: ©.5833333333333334
Medida-F1 promedio: ©.4505494505494585

ALGORITMO REDES NEUROMALES

Precisidn promedic: @.478821973821978
Exactitud promedio: 8.47216666666666663
Medida-F1 promedic: ©.4486215538847118

ALGORITMO REDES MEUROMALES
Precision promedio: 8.47862197382197
Exactitud promedio: 8.47916666666666663
Medida-F1 promedio: @.4486215538847113

ANEXO 46: Matriz de confusion con k-means.
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ANEXO 47: Matriz de confusién con Redes neuronales.
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